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Resumo

de Sa Silva Perciliano, Luciana; Lifschitz, Sérgio. Inferéncia de
Tuning através da OnDBTuning. Rio de Janeiro, 2021. 60p.
Dissertacao de Mestrado — Departamento de Informética, Pontificia
Universidade Catoélica do Rio de Janeiro.

OnDBTuning é uma ontologia de tuning (semi-automético) de banco de
dados relacional. Ontologias sao artefatos que representam o conhecimento
de um dominio especifico e podem ser usadas para se inferir conhecimentos.
No entanto, em geral, a maioria das aplicagoes envolve apenas uma descri¢ao
formal e estatica de conceitos. Além disso, como tuning de banco de dados
envolve muitas regras baseadas na experiéncia e em algoritmos de caixa preta,
torna-se um desafio descrever esse processo de inferéncia. Esse trabalho de
pesquisa apresenta primeiramente a solu¢gao OnDBTuning que é uma ontologia
no dominio de tuning. Em seguida, ele propoe uma implementagao de regras
em SPARQL Inferencing Notation (SPIN) na OnDBTuning. Por fim, mostra
uma avaliacdo pratica da solugao para recomendagao de indices e visoes

materializadas.

Palavras-chave
Ontologia; Sintonia Fina; SPIN; SPARQL.
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Abstract

de S& Silva Perciliano, Luciana; Lifschitz, Sérgio (Advisor). Tuning
inference through OnDBTuning. Rio de Janeiro, 2021. 60p.
Dissertagao de Mestrado — Departamento de Informatica, Pontificia
Universidade Catolica do Rio de Janeiro.

OnDBTuning is a relational database (semi-automatic) tuning ontology.
Ontologies are artifacts that represent specific domain knowledge and can
be used to infer knowledge. However, in general, most applications include
only a formal and static description of concepts. Moreover, as database tuning
involves many rules-of-thumb and black-box algorithms, it becomes challenging
to describe these inference procedures. This research work first presents the
OnDBTuning ontology solution focusing on the inference of tuning actions.
Next, it proposes an implementation of the OnDBtuning rules using SPARQL
Inferencing Notation (SPIN). Finally, it shows a practical evaluation of our

solution concerning index and materialized views recommendations.

Keywords
Ontology; Tuning; SPIN; SPARQL.
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1
Introducao

As agoes de sintonia fina (tuning) em um banco de dados sdo importantes
na melhora do desempenho das aplicagoes, pois elas visam a diminuir o
tempo de resposta de requisi¢bes e/ou aumentar a vazao (throughput) das
transacoes [1]. Essas agoes compreendem os seguintes ajustes: de configuragoes,
de pardmetros dos Sistemas de Gerenciamento de Banco de Dados (SGBD) e
do projeto fisico dos Sistemas de Bancos de Dados envolvidos. Uma das formas
de ajuste no projeto fisico é realizar a criacao de estruturas de acesso, tais como
indices e visoes materializadas.

Esse tema tem grande relevancia na area de banco de dados relacionais,
sendo pesquisado pelo grupo BioBD da PUC-Rio por mais de uma década,

conforme descrito na segao 2.4.

1.1
Motivacao

As decisoes sobre tuning de banco de dados sdo na maioria das vezes
baseadas na experiéncia de um Administrador de Banco de Dados (DBA)
ou em ferramentas que proporcionam indicadores e métricas que apoiam a
tomada de decisao desse especialista. Porém, o raciocinio da sintonia fina
recomendada na maioria dos cenarios nao fica com sua explicabilidade expressa
para entendimento de outros analistas. Da mesma maneira, a justificativa de
uma sintonia fina também nao tem argumentos e exemplos que corroborariam
para sua implementagdo. A solucdo é a implementacao de uma ontologia,
que torna possivel modelar o raciocinio, sequenciamento e fundamentacao da
sintonia fina.

As ontologias definem conceitos, relacionamentos, instancias, restri¢oes
e regras de um determinado dominio [2], além de ser possivel através delas
inferir conhecimentos.

A ontologia OnDBTuning [3] utilizada neste trabalho de pesquisa possui
conceitos e propriedades no dominio de sintonia fina de banco de dados
relacionais.

O Outer-tuning é um framework que tem como proposito facilitar o

trabalho do DBA ou de outras pessoas que venham interagir com banco de
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dados relacionais, propondo acoes de sintonia fina, tais como a criacdo de
indices e visoes materializadas, através da exibicao dos custos e beneficios que
essas agoes proporcionam, assim como os comandos SQL que sao beneficiados
em conjunto com essa ou essas agoes propostas [4].

Por conta do tamanho e da complexidade da OnDBTuning, alguns desa-
fios importantes, cientificos e tecnologicos, foram enfrentados pelo framework
Outer-tuning e a implementacao dessa ferramenta nao contemplou a inferéncia
automatica das agoes de sintonia fina por meio dessa ontologia.

Sendo assim, esse trabalho de pesquisa procurou viabilizar o mecanismo
de inferéncia da OnDBtuning, permitindo um processo e funcionamento decla-
rativo, ou seja, de forma a explicitar o raciocinio utilizado para as inferéncias e
extensivel, pois nao depende de carga de trabalho especifica e SGBD, podendo
ser integrado posteriormente com uma ferramenta para entrada dos dados (in-
put) e para analise do resultado (output) das sugestoes de agoes de inferéncias

da ontologia.

1.2
Objetivos e Escopo da Dissertacao

Esse trabalho de dissertagao de mestrado pretende explorar a possibili-
dade de se inferir agoes de sintonia fina através de uma ontologia especifica,
tendo como resultado uma sugestao equivalente ao que seria sugerido por um
especialista em tuning de sistemas de bancos de dados relacionais. Formalizar
o conhecimento desse especialista para inferir agoes de tuning, torna-se um
desafio. Para que o objetivo fosse alcangado foi realizado um estudo de caso
que considera a ontologia OnDBTuning existente e as seguintes contribuicoes

dessa dissertacgao:

— modelagem de regras;

— decomposicao SQL;

inferéncia de agoes de tuning;

— indicadores.

A construcao da modelagem das regras de tuning, foram baseadas nos
conceitos presentes na ontologia. Depois de modeladas as regras, foi necessario
identificar as partes que compoe o comando SQL que correspondem aos
conceitos da ontologia. As regras de tuning modeladas e as decomposic¢oes
SQL foram descritas na linguagem SPIN e estendidas na Ontologia com a
inclusao dessas regras. Metadados e consultas de uma determinada carga de

trabalho foram instanciadas, ou seja, adicionadas na ontologia. Sugestoes de
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agoes de tuning foram inferidas, através da execucao de uma maquina de regras
especifica. E também a criacao de indicadores denominados bonus e utilidade,
como novas propriedades na OnDBTuning.

Dentre os resultados desse estudo de caso, espera-se a inferéncia de
sugestoes de agoes de tuning, tais como indices simples hipotéticos, indices
compostos hipotéticos, indices parciais e visdes materializadas hipotéticas,
além de valores de bonus para os indices hipotéticos e utilidade para os indices
reais.

Cabe salientar que o escopo dessa dissertagdo nao objetiva a escolha da
melhor estrutura de acesso para uma carga de trabalho (workload), mas de

sugestoes de acoes de tuning e indicadores que auxiliem na tomada de decisao.

1.3
Estrutura da Dissertacao

A estrutura desta dissertacao esta organizada da seguinte forma:

— O Capitulo 2 descreve os conceitos fundamentais, o contexto e os traba-

lhos relacionados desta pesquisa.

— O Capitulo 3 apresenta a ontologia OnDBTuning, o processo de decom-
posicao SQL, a modelagem do processo de instanciacdo da OnDBTuning
e das regras de tuning para: indice simples, indice composto, indice par-

cial e visao materializada; e os indicadores denominados bonus e utili-

dade.

— O Capitulo 4 descreve os resultados experimentais, apresentando o am-
biente e a carga de trabalho utilizada, as inferéncias de indices simples e
indice composto, o bonus e utilidade calculadas, as inferéncias das cargas
de trabalho, a inferéncia de indices parciais e visdes materializadas; e o

escopo do estudo de caso.

— O Capitulo 5 apresenta a conclusao, com as contribui¢oes da pesquisa e

os trabalhos futuros.

— O apéndice A lista as consultas do TPC-H e no apéndice B apresenta a

regra da visao materializada.
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2
Conceitos Basicos e Trabalhos Relacionados

Este capitulo descreve conceitos béasicos para melhor entendimento dessa

dissertacao de mestrado, o contexto e trabalhos relacionados.

2.1
Sintonia Fina e Otimizacao

A sintonia fina (tuning) de banco de dados tem por objetivo proporcionar
menor tempo de consulta nas transagoes e/ou maior vazao (throughput) em um
banco de dados [1]. Normalmente, isso ocorre através de um conjunto de ag¢oes
propostas por um especialista, também conhecido como DBA, com base na sua
experiéncia prévia ou por métricas obtidas por ferramentas de monitoramento
de sistemas (Application Performance Monitoring -APM).

O tuning compreende o ajuste de configuragdes, parametros e aspectos
do projeto fisico que pode ser realizado de forma automatica (também deno-
minado auto-sintonia de banco de dados, sintonia fina automatica de banco
de dados e self-tuning de banco de dados) [3] ou de forma manual. Uma das
formas de ajuste no projeto fisico é realizar a criagao de estruturas de acesso,
tais como visoes materializadas e indices.

Uma visdo (view) 'é uma relagdo derivada, definida em termos de
relacoes de base'. Uma visao é considerada materializada quando é armazenada
fisicamente no banco de dados, ao invés de computada a partir das relagoes de
base em resposta as consultas [5].

Os indices sao estruturas de acesso que podem acelerar e oferecer alter-
nativas na recuperagao dos registros [6] e podem ser classificados como reais
ou hipotéticos. Enquanto os indices reais existem fisicamente no banco de da-
dos, os indices hipotéticos estdo presentes somente nos metadados [7]. Esse
mesmo entendimento pode ser estendido para a visao materializada. Os me-
tadados, também chamados descritores, podem ser considerados uma base de
dados isolada do sistema que contém todas as defini¢des dos objetos sistémicos,
detalhando as informagoes sobre estes dados [8].

Um indice é parcial se indexar um subconjunto de tuplas de uma tabela

determinada por uma expressao condicional. Esse indice parcial é criado a
partir de um CREATE INDEX com restrigdo de clausula WHERE [9]. Como
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exemplo, no atributo C_ MKTSEGMENT da tabela CUSTOMER, pode ser
definido um indice parcial denominado CUSTOMER C MKTSEGMENT:

CREATE INDEX CUSTOMER_C_MKTSEGMENT
ON CUSTOMER (C_MKTSEGMENT)
WHERE C_MKTSEGMENT = ’BUILDING’

Os SGBDs do tipo relacional, normalmente possuem um otimizador en-
carregado em avaliar, dentro de um grande conjunto de alternativas possiveis,
o caminho de menor custo na execucao de uma consulta, podendo escolher
uma ou varias das estruturas de acesso [3].

As estruturas de acesso selecionadas durante o processo de sintonia
fina estao associadas a heuristicas que explicitam o conhecimento do DBA
especialista em tuning. Essas heuristicas abrangem decisoes sobre a criagao
(o que criar e quando criar), além da manutencao das estruturas de acesso.
Como exemplo, podemos citar pesquisas que possuem regras para sugestao
de criagao, eliminagao e recriagdo automatica de indices [10]. Outro exemplo
seriam heuristicas para escolha e selecao de indices candidatos a serem criados
em agoes de sintonia fina [7] e heuristicas para criacdo de visdo materializada
[11]. Essas heuristicas podem ser modeladas através de uma ontologia. Assim,
conseguimos formalizar conhecimentos praticos dos DBAs para que seja viavel
a sintonia fina automdatica com apoio de programa de maneira declarativa e

extensivel.

2.2
Ontologia

Uma ontologia, sob o viés computacional, é reconhecida como um artefato
capaz de representar formalmente uma conceituagdo compartilhada de um
dominio [12]. Ela pode ser representada como uma tupla O = (C, R, I, A),

onde:

— (' ¢é a representacao de um conjunto de conceitos de um dominio;

R é o conjunto de relacionamentos - ou associagoes - entre esses conceitos;

I é o conjunto de instancias de classes;

A é um conjunto de axiomas do dominio usados para modelar restri¢oes

e regras do dominio [2].

As ontologias podem modelar diversos tipos de dominios. Como exemplo,

na area de banco de dados, a ontologia Relational Database System Ontology
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(RDBS-O) [13] modela um sistema de banco de dados. E a OnDBTuning
modela a sintonia fina de banco de dados que serda melhor detalhada na secao
3.1.

O Resource Description Framework (RDF)! é um modelo de dados espe-
cificado pelo World Wide Web Consortium (W3C) para descrever metadados.
Esse modelo utiliza uma estrutura de triplas do tipo <sujeito> <predicado>
<objeto>, sendo o <sujeito> e <objeto> os nés e o <predicado> a relagao
ou propriedade entre eles, conforme exemplo da Figura 2.1. O conjunto destas

estruturas em triplas é denominado de grafo RDF [14].

& Sy r T

( Table_Customer —r2sTableName " jeroper )

e . predicado P
sujeito objeto

Figura 2.1: Exemplo da Estrutura de Tripla RDF

Uma Arvore Sintdtica Abstrata (AST) é uma representacio estruturada
(arvore) de um cédigo de alguma linguagem [15]. A estrutura AST de con-
sultas SQL podem ser modeladas através de grafos RDF. Logo, uma carga de
trabalho de um banco de dados pode ser representada por um grafo RDF, pos-
sibilitando que a estrutura sintatica seja anotada com metadados adicionais,
a identificagdo das consultas através da Universal Resource Identifier (URI) e
o mapeamento por meio de nés dos tipos de recursos [16].

O RDF-S (ou RDF-Schema) é uma especificacdo que permite descrever
com poucos elementos as ontologias, através da definicao de classes, proprie-
dades e seus relacionamentos [14].

A Web Ontology Language (OWL)? é uma linguagem recomendada pela
W3C, amplamente utilizada para representar formalmente ontologias, sendo
baseada nas especificagoes RDF/RDF-S [14].

O RDF-S e o OWL sao tteis para modelar classes, propriedades e
relacionamentos entre esses conceitos, ou seja, sao usadas para modelar a
estrutura estatica do conhecimento, incluindo as defini¢cbes axiomaticas das
estruturas de dados. Outras linguagens sao necessarias para descrever o
comportamento e inferéncia de objetos.

O Semantic Web Rule Language (SWRL)? cobre este escopo através da
combinagao de OWL com regras logicas horn. Apesar dele ser uma linguagem

"https://www.w3.org/RDF

’https://www.w3.org/0WL/
3https://www.w3.org/Submission/SWRL/
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bem difundida e suportada por editores de ontologia, nao é uma recomendacao
W3C [17].

O SPARQL Protocol and RDF Query Language (SPARQL) é uma lin-
guagem declarativa designada para manipular triplas RDF. O SPARQL su-
porta quatro tipos de consultas: SELECT (selecionar varidveis e expressoes
especificas), CONSTRUCT (construir triplas/grafos RDF), ASK (consulta e
retorna se algo é verdadeiro ou falso), e DESCRIBE (descreve os recursos cor-
respondentes as varidveis informadas, recuperando o né/arestas adjacentes).
Particularmente, o formulario de consulta CONSTRUCT pode ser utilizado
para mapear sujeitos, predicados e objetos de triplas armazenados para clas-
ses, relacionamentos e atributos da ontologia de dominio ou inferir novas triplas
[18].

De acordo com [17], SPIN (SPARQL Inferencing Notation)? é um pa-
drao da industria para representar regras e restrigoes na Web Semantica, cons-
truida com base na linguagem SPARQL, geralmente usada para consultas e
processamento Linked Open Data, que também é conhecido como SPARQL
Rules. A especificagdo SPIN define um vocabulario como uma colecao de pro-
priedades RDF para representar consultas SPARQL como triplas RDF. O
vocabulario SPIN inclui construtores, tais como spin:rule, spin:constraint e

spin:constructor, possibilitando consultas, defini¢cao de regras e restrigoes.

2.3
Inferéncia

A inferéncia pode ser definida como a capacidade de explicitar conheci-
mentos, ou seja, gerar novas triplas, com base nas instdncias iniciais (triplas
anteriores) utilizando uma maquina de regras [17]. As mdaquinas de regras
(reasoning engine, rules engine, reasoner) sao componentes que inferem con-
sequéncias légicas e devem inferir fatos conhecidos [19].

Uma regra de inferéncia pode ser definida através do uso do SPARQL
CONSTRUCT no spin:rule, onde se as condigdes previstas na clausula
WHERE forem satisfeitas, entdo as triplas presentes no CONSTRUCT se-
rao criadas. Nas figuras 2.2 e figura 2.3 pode-se observar um exemplo de uma
regra de inferéncia que cria uma tripla do tipo tuning:QueryStatement (Fi-
gura 2.2 - linha 1 a 3) se a condi¢ao descrita no bloco WHERE (Figura 2.2
- linha 4 a 8) for atendida, nesse caso é verificado se a descrigao da consulta
tuning:hasDMLDescription se inicia com "SELECT" (Figura 2.2 - linha 7). A
Figura 2.3 exibe a representacdo RDF do SPARQL CONSTRUCT da Figura
2.2.

4https://spinrdf.org/
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spincrule ™~
% (1) CONSTRUCT{
(2}  ?this a tuning:QueryStaterment
(3) }
(4) WHERE {
(5] ?this a tuning:AtomicStatement
(6]  ?this tuning:hasDMLDescription 7desc .
(7)  FILTER STRSTARTS{UCASE(?desc), "SELECT") .
(8) }

Figura 2.2: Regra Representada em SPARQL

spin:rule [
rdf:type sp:Construct ;
sp:templates (
[
sp:object tuning:QueryStatement ;
sp:predicate rdf:type ;
sp:subject spin:_this ;
1
) ;
sp:where (
[
sp:object tuning:AtomicStatement ;
sp:predicate rdf:type ;
sp:subject spin:_this ;

sp:object [
sp:varhlame "desc" ;
15
sp:predicate tuning:hasDMLDescription ;
sp:subject spin:_this ;

rdf:type sp:Filter ;
sp:expression [
rdf:type sp:strstarts ;
sp:argl [
rdf:type sp:ucase ;
sp:argl [
sp:varName "desc" ;
i
15
sp:arg2 "SELECT" ;
15

) 5
1 3

Figura 2.3: Regra Representada em RDF

2.4
Contexto e Trabalhos Relacionados

A sintonia fina é algo muito importante para o desempenho de um

Sistema de Banco de Dados. Entretanto, nem sempre a justificativa da escolha
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de uma acao fica documentada de forma declarativa e semantica, sendo
necessario um prévio conhecimento do dominio do negdcio ou experiéncia no
assunto.

Algumas pesquisas realizadas pelo grupo BioBD da PUC-Rio tém traba-
lhado na automatizagao das escolhas de acoes de tuning, através de heuristicas
que detalham o raciocinio utilizado por um DBA ou especialista na area de
sintonia fina. Dentre esses trabalhos de pesquisa, podemos citar o trabalho de
Eduardo Morelli [10], que segue a linha de estudos da auto-sintonia de indi-
ces, com énfase na criacdo, eliminacao e recriacao de indices que estendeu o
trabalho de Marcos Salles [7]. Ambos recorreram a agentes de software para
automatizacdo das atividades relacionadas a sintonia de indices. Além disso,
na linha de criacao de agentes, o trabalho [20] cria estratégias automaéticas de
manutenc¢ao no projeto fisico de banco de dados, inclusive em tempo de execu-
¢ao de forma nao intrusiva, a abordagem independe do SGBD, sendo utilizado
em estruturas de indices, visoes materializadas, particionamentos de tabelas e
estruturas fisicas duplicadas. Rafael de Oliveira [21] propos a combinacao de
acoes de sintonia fina automatica para banco de dados relacional.

Outro trabalho do grupo é o do framework Outer-tuning, que é um
framework cujo propédsito é facilitar o trabalho do DBA ou de outras pessoas
que venham interagir com banco de dados relacionais. Esse framework propoe
acoes de sintonia fina, tais como a criacao de indices e visdes materializadas,
através da exibicao dos custos e beneficios que essas a¢oes proporcionam, assim
como os comandos SQL beneficiados em conjunto com agoes propostas. Esse
framework tem a opc¢ao de ser executado de forma semi-automética (s6 propoe
e nao executa as agdes no banco de dados) ou automética (propoe e executa
as agoes no banco de dados) [4].

O diferencial do trabalho proposto em relagao aos demais do mesmo
grupo esta na utilizacao da ontologia com regras em SPIN no processo de infe-
réncia de estrutura de acessos, tais como os indices e as visoes materializadas.

Outros trabalhos encontrados na literatura usam ontologia para a infe-
réncia de conhecimento. Dentre eles podemos citar uma ontologia de Diretrizes
da prética Clinica (CPGs) que demonstrou eficiéncia em relagao aos fatos in-
feridos e ao tempo de execucao dessas inferéncias através de regras SPIN [22].
Outro trabalho é o [23], que usa uma ontologia de fitoterapia tradicional para
inferir, através de regras em SWRL, recomendagoes para fitoterapicos tradici-
onais de forma semelhante & que um especialista faria.

Atualmente, trabalhos de tuning de banco de dados estdo aplicando
técnicas de aprendizado de maquina (Machine Learning - ML). Dentre eles

podemos citar:
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— O OtterTune, uma ferramenta automéatica de tuning independente de
SGBD que utiliza a combinagdao de métodos supervisionados e nao su-
pervisionados de aprendizado de maquina que recomenda configuracoes

para os pardmetros do SGBD [24].

— O CDBTune+, um sistema de tuning automatico que usa modelo de Deep
Reinforcement Learning (RL), com objetivo de recomendar configuragoes

para os pardmetros os bancos de dados em nuvem [25].

— O sintonizador proposto no trabalho [26], que recomenda indices com-
parando o custo de dois planos de execucao realizado por uma tarefa de
classificacdo de ML. A abordagem usa também uma tarefa de regressao
em ML que minimiza o erro de previsao para cada um dos planos. Com
um classificador treinado, vetorizado e sincronizado com o otimizador,
o sintonizador obtém planos para configuracoes hipotéticas e promove o
classificador a prever se o plano de uma determinada consulta é menos

custoso em comparacao com a configuracao existente.

— Os modulos utilizando sintonizadores baseados em aprendizado por
reforgo desenvolvidos no trabalho [27], que ajustam em tempo real as
configuragoes dos parametros dos servigos de banco de dados relacionais
conforme as cargas de trabalhos do momento. O moédulo monitora o
banco de dados, aprende com as novas cargas de trabalhos ajustando
as métricas existentes, aplica e valida as recomendagoes oriundas dos

sistemas em produgao.

— O Sistema de Classificagdo de Aprendizagem (LCS) utilizado no trabalho
[28], que sao classificadores representados por regras de inferéncia, com-
binando aprendizagem por reforco e algoritmos genéticos. Além de criar
e excluir indices, a abordagem também movimenta um indice localizado
em um HDD e transfere para um SSD conforme a necessidade da carga
de trabalho. Para cada agdo proposta e realizada, o sistema informa os
beneficios adquiridos. A proposta permite seu uso em outros Sistemas de
Gerenciamento de Banco de Dados Relacional (SGBDRs), requerendo
poucos ajustes. O trabalho [28] minimiza algumas complexidades para
um DBA na criagdo e manutencao de indices principalmente em ambien-
tes de bancos de dados com armazenamento hibrido, ora HDD, ora SSD

ou ambos para uma mesma solucao.

Ainda usando ML com Inteligéncia Artificial (IA), hd um trabalho que
propoe um banco de dados totalmente automatizado (autoconfiguracao, auto
otimizagao, automonitoramento, autodiagnostico, autocorrecao e automonta-

gem), tornando-se um banco de dados totalmente automatizado nativo em
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TA [29]. Percebe-se que, nos ultimos anos, muitos trabalhos de otimizacao de
banco de dados e sintonia fina estao usando ML, IA e Redes Neurais (RN). O
trabalho [30] propoe um plano de consulta ideal baseado em RN representando
codificacao com semantica.

O trabalho [31] desenvolveu diversos componentes que automatizam para
criacdo e sintonia de indices para o Azure SQL Database. A implementagcao esta
em funcionamento desde 2019 com resultados satisfatorios para seus milhoes
de clientes, sintonizando banco de dados também como servigo onde cada
cliente tem negocios e restricoes bem distintas. Esta proposta de trabalho,
além de criar indices automatizados, realiza ajustes nos equipamentos fisicos e
gerenciamento de cada banco de dados, geralmente criando uma réplica deste,
efetuando validacoes, testes e disponibilizacdo transparentemente e sem o
cliente perceber as trocas. Todos os servigos podem ser operados manualmente
por usuarios permitindo ou nao cada ajuste. A implementacao é componetizada
de forma assincrona com o Azure.

Nessa pesquisa de dissertacao foi investigado como uma ontologia pode
ser util como um artefato de raciocinio e abordagem baseada em regras para

sugerir possiveis acoes de sintonia fina para DBAs com sua explicabilidade.

2.5
Resumo do Capitulo

Neste capitulo foram abordados os conceitos de sintonia fina, otimizacao,
ontologia e, por fim, o contexto e trabalhos relacionados com essa pesquisa.
No capitulo 3 sera apresentada a ontologia OnDBTuning, a decomposicao

SQL, as modelagens utilizadas para as regras de tuning, utilidade e bonus.
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Inferéncia na OnDBTuning

O presente capitulo apresenta a ontologia utilizada nesse trabalho de
pesquisa, a OnDBTuning, e as contribui¢oes deste trabalho a esta ontologia,
que foram a decomposi¢ao SQL, a modelagem do processo de instanciacao, o
desenvolvimento das regras de agoes de tuning e os indicadores, conforme os
conceitos presentes na ontologia OnDBTuning. Estas modelagens serviram de

base para a descri¢do das regras em SPIN acrescentadas na OnDBTuning.

3.1
OnDBTuning

OnDBTuning !, the Database Tuning Ontology, foi proposta inicialmente
por Ana Carolina Almeida em sua tese em 2013 [3], e vem sendo redefinida e
modelada com a colaboracao de outros pesquisadores ao longo dos anos, sendo
hoje uma ontologia bem fundamentada [32]. Essa ontologia define conceitos,
propriedades e relacionamentos usados no dominio de sintonia fina de banco
de dados. Entre esses conceitos, podemos destacar o tuning:DMLStatement,
que representa a Linguagem de Manipulacao de Dados (DML). Esta linguagem
acessa e manipula dados das tabelas de um banco de dados relacional, conforme

a Figura 3.1, que mostra um fragmento desta ontologia.

"https://www.ime.uerj.br/ondbtuning/
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references co
SQL Stotement
«SubKinde L *Kind»
e DML Statement 3 2 Clause
{dsjont, complete} “1 T {d=joint}
0.1
aSubKind»
aSubKind» «SubXind» «SubKinds s!upd‘"‘ te : 1.
Composite Atomic Query Statement e wSubKinds
Statement Statement Column Scope
aSubXind» R Clause
Delete Stat t
Insert Statement A {d=jont}
xSubKinde xSubKind» aSubKind» w“SubXinds
Select Clause || Where Clause Maving Clause Set Clause
1
%SubKinde asubKind»
Group by Clause Order by Clause

Figura 3.1: Fragmento da OnDBTuning [3]

Inicialmente, as regras para inferéncia na OnDBTuning foram escritas
em SWRL [33]. No entanto, a escolha pelo uso do SPIN para descrever regras
de tuning foi devido as restrigoes tecnoldgicas e de expressividade do SWRL.
Uma das restrigoes tecnolégicas encontradas com o SWRL foi o erro conhecido
como estouro de pilha [34]. Mesmo sendo executado em uma maquina com 32
GB de RAM e também com o médulo do SWRLTab? separado do Protégé? |
o erro aconteceu. Ocorreu também erro na execugao, por conta da ordenacao
das referéncias nas regras no Protégé em suas versdes mais recentes (superiores
a versao 4).

Outra restricio é nao haver possibilidade de se considerar o operador
légico "ou" para regras SWRL e também existe uma limitagdo no tamanho
(quantidade de caracteres) das regras. Sendo assim, é necessaria a utiliza¢ao
de varias regras, uma para cada tipo de combinacao de clausulas possiveis em
uma consulta DML, tornando bem complexa a criacao e manutengao dessas
regras [3].

Devido aos recursos existentes na SPARQL, tais como FILTER, OPTIO-
NAL, UNION e a possibilidade de definir novas fungoes e templates no proprio
SPIN, o SPIN é mais expressivo do que o SWRL. Outra caracteristica é em
relacdo ao desempenho na execucgdo das regras, pois no SPIN as regras sao
verificadas quando ocorrem novas instancias ou alteragoes dessas, e no SWRL
é necessario verificar todas as regras a cada execucao realizada pela maquina
de regras [17].

https://github.com/protegeproject /swrltab
3https://protege.stanford.edu/
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3.2
Decomposicdao SQL

As consultas da carga de trabalho instanciada na ontologia foram subme-
tidas ao processo de decomposicao (parsing), visto que as heuristicas de tuning
dependem da estrutura dessas consultas. Esse processo usado para dividir SQL
em nés indivisiveis foram compostos por 6 (seis) spin:rules. Foi utilizado o co-
mando CONSTRUCT para inferir novas triplas, categorizadas por seus nos e
relacionamentos baseados nas classes e propriedades da OnDBTuning. A Fi-

gura 3.2 mostra o resultado de uma regra de decomposicao de uma clausula

WHERE (tuning: WhereClause), sendo:

— na linha 1 - a URI, cujo NAME ¢ tuning:DML_TPCH 4 WHERE;

— da linha 2 a 6 - as colunas referenciadas na clausula. WHERE (tu-

ning:clauseReferencesColumn);

—na linha 7 - a identificacio da consulta de origem (fu-

ning:componentOfDMLSt);
— nalinha 8 - a descrigdo da cldusula WHERE (tuning:hasClauseDescription);

— na linha 9 - a identificagdo a qual conceito pertence (rdf:type tu-

ning: WhereClause).

(1) URL http:/Swww.semanticweb.org/ana/ontologies/2016/4/tuning#DML_TPCH_4_WHERE
~ Annotations

~ Other Properties
tuning:clauseReferencesColumn <
(2) 4 tuning:Column_L_COMMITDATE
(3) ¥ tuning:Column_L_ORDERKEY
@ ¢ tuning:Column_L_RECEIPTDATE
(5) 4 |tuning:Column_0_ORDERDATE
(6) 4 tuning:Column_0_ORDERKEY

tuning:componentOfDMLSt <
(7) 4 tuning:DML_TPCH_4

tuning:hasClauseDescription ~

8 WHERE O_ORDERDATE == DATE '1993-07-01' AND O_ORDERDATE < DATE '1993-07-01'
+ INTERVAL '3' MONTH AND L_ORDERKEY = O_ORDERKEY AND L_COMMITDATE <
L_RECEIPTDATE

rdf:type
9 tuning:WhereClause

Figura 3.2: Decomposicao do WhereClause

Instanciar conceitos da ontologia através de regras associadas as suas clas-
ses torna o raciocinio explicito e consistente. Isso também torna a ontologia
auto-contida e com forte coesdo, reduzindo a dependéncia externa e aumen-
tando a reutilizagao. Na presenca de novas heuristicas de tuning de banco de

dados que se baseiam em um conceito ndo definido previamente, é bastante


DBD
PUC-Rio - Certificação Digital Nº 1912717/CA


PUC-Rio- CertificagaoDigital N° 1912717/CA

Capitulo 3. Inferéncia na OnDBTuning 26

simples estender a ontologia com as classes, propriedades, e as suas respectivas

regras de parse.

3.3
Modelagem das Regras de Tuning

Para melhor elucidacao das etapas necessarias para inferéncia das regras,
foi modelado um diagrama de estados (Figura 3.3) que representa os estados
e eventos do processo de instanciagdo na OnDBTuning. No estado inicial,
os individuos da ontologia sao representados pelas classes e propriedades
do dominio de sintonia fina. Ao receber uma carga de trabalho composta
pelas consultas e os metadados do banco de dados, novas triplas sao criadas
(asserted) como individuos com suas classes e respectivas propriedades na
ontologia. Depois que ocorre a execucao das regras (run rules) por uma
maquina especializada, novas triplas sao criadas (inferred). Essas inferéncias
sao resultados das regras de decomposicao da linguagem SQL e das regras
de agoes de tuning. Cabe observar que estamos sugerindo ac¢oes de tuning. A
efetiva decisao sobre a acao, depende de um DBA ou sistema programado para

1SS0.

/ Instantiation \

receive workload

. (queries, metadata)

run rules

asserted inferred

suggest tuning actions@

N /

Figura 3.3: Diagrama de Estados de Instancias da Ontologia

3.3.1
Regra do Indice Simples e Composto

Os diagramas de atividades das Figuras 3.4 e 3.5, mostram respectiva-
mente os passos das regras usadas para sugerir indices simples (ndo composto)

e indices compostos. Segue a descricdo dos passos presentes nesses diagramas:

— get DMLStatement: para cada instancia de uma query, verifica se
existe a clausula "WHERE";

— get ReferencedColumn: seleciona cada coluna referenciada na clau-
sula "WHERE". No diagrama do indice composto, seleciona um par de
colunas referenciadas na clausula "WHERE" e verifica se essas duas co-

lunas diferem e se pertencem a mesma tabela;
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— get CompositeExpression: para cada expressao composta da clausula

"WHERE", verifica se essa possui um conector légico "OR';

— get Index: verifica se a coluna selecionada tem um indice (fisico). Caso
seja um indice composto, verifica se o par de colunas selecionado tem um
indice (fisico);

— suggest Index: sugere um indice baseado na coluna selecionada, caso
nao exista essa coluna indexada. No diagrama do indice composto, sugere
um indice baseado no par de colunas selecionadas, caso nao exista esse

par de colunas indexada.

get
DMLStatement

WhereClause exists?

(o]

[
>

rf_ \\
! . II
-/

get
ReferencedColumn

Index Exists?

[YES]

suggest
Index

Figura 3.4: Diagrama de Atividades - Indice Simples
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get
DMLStatement

WhereClause exists?

[no]

;

"OR" exists?

[YES]

Different columns
and the same table?

[no]

[YES]

suggest
Index

Figura 3.5: Diagrama de Atividades - Indice Composto

Por exemplo, a consulta da Figura 3.6 possui sete colunas referencia-
das na clausula WHERE (linha seis a dez), tendo como colunas indexadas:
C_CUSTKEY, O_CUSTKEY, L. ORDERKEY e O_ORDERKEY. Apos
aplicar as regras das Figuras 3.4 e 3.5, temos, respectivamente, sugestoes de

trés indices simples e dez indices compostos listados na Tabela 3.1. Sendo a

"

nomenclatura para o indice simples, constituida do prefixo "HYP_ " + "nome

da coluna indexada" e para o indice composto do prefixo "HYP_ " + "nome

da primeira coluna indexada" + " nome da segunda coluna indexada’.
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1 SELECT L_ORDEREKEY,

2 SUM (L EXTENDEDPRICE + (1 - L DISCOUNT)) AS REVENUE,
3 O_ORDERDATE,

4 O_SHIPPRIORITY

5 FROM CUSTOMER, ORDERS, LINEITEM

6 WHERE C_METSEGMENT = 'BUILDING' BND

7 C_CUSTKEY = O_CUSTEKEY AND

8 L ORDERKEY = O ORDERKEY AND

9 O ORDERDATE < DATE '"1995-C
10 L SHIPDATE > DATE '19°¢ 3
11 GROUF BY L_OFRDERKEY, O_CRDERDATE, O SHIPPRIORITY
12 ORDER. BY REVENUE DESC, C_CORDERDATE;

Figura 3.6: Consulta Instanciada Q3- TPC-H*

\ fNDICE SIMPLES \ fNDICE COMPOSTO \

\ HYP C MKTSEGMENT \ HYP C CUSTKEY C MKTSEGMENT \

| HYP_L_SHIPDATE | HYP_C_MKTSEGMENT C_CUSTKEY |

‘ HYP O ORDERDATE ‘ HYP L ORDERKEY L SHIPDATE

‘ HYP L SHIPDATE L ORDERKEY

‘ HYP O CUSTKEY O ORDERDATE

|
|
|
| HYP_O_ORDERDATE O_CUSTKEY |
|
|

‘ HYP O ORDERKEY O_CUSTKEY

| HYP_O_ORDERDATE_O_ORDERKEY |

|
|
|
\ \ HYP_O_CUSTKEY O ORDERKEY
|
|
|

| HYP_ O ORDERKEY O_ORDERDATE |

Tabela 3.1: Sugestdes de Indices Simples e Indices Compostos

3.3.2
Regra do Indice Parcial

O diagrama de atividades da Figura 3.7 mostra os passos da regra
utilizada para sugerir um indice parcial simples. O passo get DM LStatement

foi definido na subsecao 3.3.1. Abaixo segue descrigao dos outros passos:

— get AtomicExpression: para cada expressao atomica da clausula

"WHERE" verifica se essa tem um literal;

— suggest Partiallndex: sugere um indice parcial baseado na coluna

selecionada e no literal.

“http://www.tpc.org/tpch/
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NO Ca—
LR

4

-

get
AtomicExpression
Literal exists?
[nO]
suggest

Partiallndex

Figura 3.7: Diagrama de Atividades - Indice Parcial Simples

Como exemplo de aplicacao da regra da Figura 3.7, a consulta da Figura
3.6 sugere indices parciais com as expressoes condicionais listadas na Tabela

3.2.

‘ EXPRESSAO CONDICIONAL

‘ WHERE C_MKTSEGMENT = "BUILDING’

‘ WHERE L_SHIPDATE >DATE ’1995-03-15’

‘ WHERE O_ORDERDATE <DATE ’1995-03-15

Tabela 3.2: Expressio Condicional de Indice Parcial

3.3.3
Regra da Visao Materializada

O diagrama de atividades da Figura 3.8 mostra os passos da regra
utilizada para sugerir uma visdo materializada. Essa regra foi uma adaptacao

dos passos do algoritmo DefineView [11] utilizado para definir uma visao.

— get DMLStatement: para cada instancia de uma query, verifica se
existe uma clausula "WHERE" e um "GROUP BY";

— get SelectClause: seleciona a descri¢cao da clausula "SELECT";
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— get ReferencedColumn from HavingClause: se houver a clausula

"HAVING', seleciona a coluna referenciada dessa clausula;

— get filter ReferencedColumn from AtomicExpress: seleciona as
colunas referenciadas na clausula "WHERE" que sao comparadas com

um literal;
— get FromClause: seleciona a descricao da clausula "FROM";

— get join AtomicExpression: seleciona expressoes atémicas que conte-

nham JOIN;

— get non-aggregated ReferencedColumn from SelectClause: sele-
ciona colunas referenciadas no SelectClause e nao agregadas (que nao

estejam na parte com SUM e COUNT, por exemplo); e

— suggest Materialized View: sugere uma visao materializada.

get
DMLStatement

WhereClause exists?

[NO]
[YES]

GroupBy exists?

get
SelectClause

get
ReferencedColumn
rom HavingClause

suggest
Materialized View

Il 1

get filter get non-
ReferencedColumn aggregated
from ReferencedColumn
AtomicExpress from SelectClause)
get | get join
FromClause AtomicExprassion

Figura 3.8: Diagrama de Atividades - Visao Materializada

A Figura 3.9 contém a descrigdo da visdo materializada sugerida pela

aplicacao da regra da Figura 3.8 na consulta da Figura 3.6.
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SELECT L ORDERKEY,
SUM(L EXTENDEDPRICE + (1 - L DISCOUNT)) AS REVENUE,
O_ORDERDATE,
O_SHIPPRIORITY,
C_MKTSEGMENT,

[AS I

~ o U s W

L SHIPDATE
FROM CUSTOMER, ORDERS, LINEITEM
3 WHERE C_CUSTEEY = O_CUSTEEY AND
9 L _ORDEREEY = O_ORDEREEY
10 GROUP BY L_ORDEREKEEY, O_ORDERDATE, O _SHIPPRIORITY, C_MEKTSEGMENT, L_SHIPDATE

Figura 3.9: Descricao da Visao Materializada

3.4
Indicadores

Nesse trabalho de pesquisa, foi percebida a necessidade de criar indicado-
res que permitissem uma tomada de decisao mais qualificada, tendo em vista
que as acgoes de tuning inferidas nesse estudo de caso s@o somente de suges-
toes. Esses indicadores foram o bonus para os indices hipotéticos e a utilidade
para os indices reais criados como novas propriedades na OnDBTuning. Eles
foram inspirados na Heuristica de Beneficios do grupo de pesquisa BioBD, que
contém calculos que avaliam o beneficio de um indice, de modo a decidir quais

indices devem ser criados ou removidos [7].

3.4.1
Bonus

O boénus é um indicador que objetiva verificar o quao benéfico um
indice hipotético sugerido pode ser para uma carga de trabalho. O célculo do
bonus refere-se ao total de consultas que originam o indice hipotético sugerido
dividido pela soma das consultas que referenciam a tabela correspondente. A
ideia contida é que quanto mais proximo o valor do bénus estiver de 1, melhor.
Isso indica que pode ser 1util na maioria das consultas presentes na carga de
trabalho acumulada. Acima de um limite definido pelo usuério, esse bonus pode
indicar serem indices hipotéticos candidatos a se tornarem indices reais. Para
cada indice hipotético sugerido, calculamos seu bonus com base na equagao

3-1: count(hypIndexr — queries)

bonus = (3-1)

count(hypIndex — column < table < queries)

Como exemplo de aplicacdo do calculo do bonus, se tivermos um indice
hipotético que tenha sido sugerido por somente uma consulta de uma carga de

trabalho que contenha um total de cinco consultas que referenciam a tabela
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a qual ele pertence, o valor do bonus sera de 0,16667. Nesse caso, esse valor

indica que ele nao beneficia a maioria das consultas dessa carga de trabalho.

3.4.2
Utilidade

O indicador denominado utilidade foi criado para verificar o quanto um
indice real pode vir a ser util para uma carga de trabalho. A utilidade é em
funcao da coluna indexada estar presente na clausula WHERE de um DML,
ou seja, nao estd sendo verificado se o indice real serd utilizado quando a
consulta é executada em um SGBD e sim que podera vir a ser.

O calculo da utilidade do indice real é obtido pela divisao do total das
colunas indexadas na clausula WHERE pelo total de DML que referencia
a sua tabela. Quanto mais préximo o resultado estiver de 1, melhor, pois
indica que o indice real pode ser util para a maioria das DMLs da carga de
trabalho acumulada. Valores préoximos a 0 sugerem indices candidatos a serem
eliminados, pois eles requerem manutenc¢ao e nao estao sendo usados.

Por exemplo, as Figuras 3.10 e 3.11 mostram o recorte de duas consultas
de uma carga de trabalho. Essas consultas com suas descri¢bes completas es-
tao presentes nas Figuras A.5 e A.6 no apéndice A. Nelas, a coluna indexada
S__SUPPKEY, destacada em azul, esta presente somente nessas duas con-
sultas, e a tabela a qual ela pertence, SUPPLIER, destacada em verde, s6
aparece na clausula FROM dessas consultas. Com isso, ao se aplicar o calculo
da utilidade, teremos como resultado o valor 1, ou seja, esse indice real podera

vir a ser utilizado e ser util para essa carga de trabalho.

SELECT ...
FROM CUSTOMER, ORDERS, LINEITEM,
SUPPLIER, NATION, REGION

WHERE

C_CUSTKEY = O_CUSTKEY AND
L_ORDERKEY = O_ORDERKEY AND
L_SUPPKEY = S_SUPPKEY AND
C_NATIONKEY =S _NATIONKEY ...

Figura 3.10: Recorte da Consulta Qb

SELECT ..
FROM PART, SUPPLIER, LINEITEM, ORDERS,
CUSTOMER, NATION, REGION

WHERE

P_PARTKEY = L_PARTKEY AND
S_SUPPKEY = L_SUPPKEY AND
L_ORDERKEY = O _ORDERKEY ...

Figura 3.11: Recorte da Consulta Q8
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3.5
Resumo do Capitulo

Este capitulo apresentou a ontologia utilizada nesse trabalho de pesquisa,
a OnDBTuning, e as contribui¢des deste trabalho a esta ontologia, que foram
a decomposicao SQL, a modelagem do processo de instanciagao, o desenvolvi-
mento das regras de acoes de tuning utilizadas para inferéncia nesse trabalho
de pesquisa e os indicadores.

No préximo capitulo serda abordado o estudo de caso com seu ambiente
e carga de trabalho, as regras utilizadas para inferéncia e os resultados das
inferéncias de indices hipotéticos simples e composto, bonus, utilidade, indice

parcial e visoes materializadas.
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4
Estudo de Caso

Nesse capitulo abordaremos o ambiente, carga de trabalho e regras
utilizadas para inferéncias de uma ontologia no dominio em sintonia fina de
banco de dados, visando a sugerir acdes de sintonia fina e indicadores para

uma carga de trabalho, de modo a apoiar a tomada de decisao.

4.1
Ambiente e Carga de Trabalho

Neste experimento foi utilizado o Sistema Operacional Windows 10 Home
Single Language, Intel Core i7 com 2.40GHz, 8GB de RAM e 1TB de disco
rigido.

Nas alteracoes da ontologia OnDBTuning utilizou-se a ferramenta Top-
Braid Composer Free Edition! na versao 6.0.1, que através de sua méaquina
de regras denominada TopSPIN possibilitou a inferéncia de novos individuos
da ontologia. Apesar de ser um reasoner comercial, foi possivel inferir com a
versao gratuita do software nesse trabalho de pesquisa. De acordo com [35],
o TopBraid é uma das ferramentas mais utilizadas na criagdo das ontologias,
assim como o Protégé, OWLGrED? e SWOOP3. Essa ferramenta fornece uma
interface grafica que facilita a manutencao e visualizacao das instancias e in-
feréncias, bem como permite a visualizacdo e edicdo das regras em outras
extensoes, tais como RDF /XML, TURTLE, N-TRIPLE e JSON-LD. Também
permite a exportagao do resultado das execu¢oes SPARQL nos formatos JSON,
RDF e XML, o que auxilia em uma futura interoperabilidade sistémica.

Para descrever as regras de agoes de tuning modeladas na secao 3.3 e a
decomposi¢ao SQL foi utilizada a linguagem SPIN. Além disso foi instanciado
um subconjunto do esquema do TPC-H* contendo sete tabelas e 30 colunas,
além de 13 indices reais constituido por sete chaves primarias e seis chaves
estrangeiras existentes. Também foram instanciadas cinco consultas (Q1, Q3,
Q4, Q5 e Q8) do TPC-H, que possui uma carga de trabalho analitica (Online

"https://www.topquadrant.com/

2http:/ /owlgred.lumii.lv/
3https://www.w3.org/2001 /sw/wiki/SWOOP
4http://www.tpc.org/tpch/
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Analytical Processing - OLAP), conforme apéndice A. Esses elementos foram
instanciados, ou seja, adicionados na OnDBTuning.

Foram realizadas duas cargas de trabalho na ontologia. A primeira foi
composta de cinco consultas do TPC-H e apdés a execucao das regras pela
maquina de regras, suas inferéncias foram persistidas na ontologia. Uma
segunda carga foi instanciada na ontologia, composta por uma consulta do
TPC-H que ja havia sido contemplada na carga anterior, porém com literais
diferentes. Essas duas cargas de trabalho tiveram como objetivo analisar o
resultado das inferéncias, a fim de verificar se haveria conceitos duplicados

inferidos e também a evolucao dos valores inferidos para o bonus e a utilidade.

4.2
Regras de Inferéncia de Bonus e Utilidade

Para o calculo do bonus (tuning:hasHypBonus) foi utilizada a regra da
Figura 4.1. Essa utilizou a funcao spif:countMatches, que soma as ocorréncias
de uma tripla. Nessa figura, observa-se a soma das quantidades de consultas que
originam o indice hipotético (tuning:originatesIndSpec) e a soma das consultas

que referenciam a tabela correspondente (tuning:clauseReferencesTable).

spinzrule =~

»* # Total de DML relacionados ao indice hipotético /
# Total de DML que acessam a tabela do indice hipotético
CONSTRUCT {

*this tuning:hasHypBonus fvalor .

1

WHERE {
*this a tuning:Hypotheticallndex
BIND (spif:countMatches(Tthis, tuning:originatesindSpec, 7dml) AS Thonus)
*this tuning:hyplndexesColumn ?cal
#1 tuning:constitutedOf Tcal
BIND (spif:countMatches(?s1, tuning:clauseReferencesTable, 7t1) AS Ttotal) .
BIND ((Tbonus / Ttotal) AS Fvalor) .

Figura 4.1: Regra do Bonus

Para cada indice real, foi realizado o calculo da sua utilidade (tu-
ning-hasIndexUsefulness), dividindo o total tuning: WhereClause, das colunas
indexadas presentes, pelo total tuning: DMLStatment, que faz referéncia a sua
tabela. As Figuras 4.2 e 4.3 demonstram as regras utilizadas para o cdlculo da

utilidade de um indice real simples e composto, respectivamente.
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# para indice simples
CONSTRUCT {

?this tuning:hasindexUsefulness ?use
1
WHERE {

{

SELECT ([?conta / Ttotal) AS Tuse) ?this
WHERE {
Zthis a tuning:Indesx .
2this tuning:FirstColumn 7col
1 a tuning:ReferencedTable .
1 tuning:constitutedOf Tcol .
BIMD (spif:countMatches(?s3, tuning:clauseReferencesTable, 71} AS Ttotal) .
{

SELECT ?this (COUNT(?s) AS ?conta)
WHERE {

?this a tuning:Indesx .

?this tuning:FirstColumn 7eol |

?s a tuning:WhereClause .

?s tuning:clauseReferencesColumn Fcol .

FILTER NOT EXISTS {

?this tuning:5econdCelumn ?cel2

.

1
GROUP BY 2this
1.
1
1
}

Figura 4.2: Regra de Utilidade - Indice Simples

# para indice composto
CONSTRUCT {
?this tuning:hasindexUsefulness use

}
WHERE{

SELECT ((Fconta / Ttotal) AS Tuse) ?this
WHERE{
?this a tuning:Index .
?this tuning:FirstColumn Tcol .
1 a tuning:ReferencedTable
1 tuning:constitutedOf Tcol
BIND (spificountMatches(?s3, tuning:clauseReferencesTable, 1) AS Ttotal) .

SELECT (COUNT(%s) AS Tconta) Zthis
WHERE {

?this a tuning:Index .

?this tuning:FirstColumn 7col

?this tuning:SecondColumn Feol

s a tuning:WhereClause .

e tuning:clauseReferencesCelumn Tcol

Tetuning:clauseReferencesCelumn Teold |

i
GROUP BY ?this
1.
}
1.
}

Figura 4.3: Regra de Utilidade - Indice Composto

4.3
Regras de Inferéncia de indices Simples e Composto

Foram consideradas fungoes inerentes do SPIN em conjunto com
SPARQL na implementacao da decomposicao das clausulas SQL e das regras
de tuning. No processo da decomposicao, a funcao spin:split permitiu a divisao

de algumas strings em substrings.
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As regras de sugestoes de acoes de sintonia fina denominadas tu-
ning:Rule Hyp Compositelndex e tuning:Rule HypSimpleIndexr foram instancia-
das na OnDBTuning, sendo essas instancias de tuning: HeuristicDefinitionRule
e implementadas por spin:rules anexadas ao conceito tuning:DMLStatement.
Com a utilizagdo da propriedade tuning:isGeneratedBy da tripla gerada por
cada regra, o usuario pode identificar e até mesmo filtrar inferéncias de uma
determinada regra de tuning.

Na regra de tuning denominada tuning: RuleHypSimplelnder da Figura
4.4, conforme modelagem da subsecao 3.3.1, para cada coluna referenciada na
clausula WHERE (tuning: WhereClause) de um padrao SQL, foi verificado se
existe indice para aquela coluna (FILTER NOT EXISTS); caso nao exista,
essa coluna ¢ sugerida como um indice hipotético simples e novas triplas no
bloco CONSTRUCT (Figura 4.4 - linha 2 a 7) sao inferidas apds a execugao

dessa regra.

(1) CONSTRUCT {

(2} Furi a tuning:Hypotheticallndex

(3)  ‘Purituning:hasHypetheticallndexMame ThypMName .
(4} ‘Purituning:eriginatesindSpec Tdml .

(5)  Furi tuning:hyplndexesCelumn ?col .

(6)  Furi tuning:FirstColumn ol .

(7 ‘Puri tuningiisGeneratedBy tuning:RuleHypSimplelndex .
(8 1}

(9) WHERE {

(10)  ¥satuning:WhereClause .

(11)  Istuning:icomponentOfDMLSE Tdml .

(12)  Istuning:clauseReferencesColumn Tcol .

(13)  FILTER NOT EXISTS {

(14) 51 a tuning:index .

(13) 751 tuning:FirstCelumn Tcol .
(16) FILTER NOT EXISTS {
(17 51 tuning:5econdCelumn Tcold

(18) 1.

(19) 1.

(20)  Fcoltuning:hasColumnMName nameCol .

(21) BIND (COMCAT("HYP_", UCASE(?nameCol)) AS ThypMName) .

(22) BIND
(URICONCAT(" http://www.semanticweb.org/ana/ontologies 2016
fdftuning®", ThypMName)) AS Turi) .

(23} }

Figura 4.4: RuleHypSimplelndex

Na regra de tuning denominada tuning:RuleHypCompositelnder da Fi-
gura 4.5, conforme modelagem para indice composto da subsecao 3.3.1, para
cada par de coluna referenciada na clausula WHERE (tuning: WhereClause),
¢ verificado se ja existe um indice (FILTER NOT EXISTS - linha 25
a 29) contendo esse par. Por exemplo, na figura 4.8, o indice LINEI-
TEM_L_PARTKEY_ FKEY (tuning:hasIndexName) tem como o par (tu-
ning:Column__L,_PARTKEY) na primeira posi¢ao (tuning:FirstColumn) e
(tuning:Column__L__SUPPKEY) na segunda posigao (tuning:SecondColumn).

Nesse caso, essa regra sO ird sugerir um indice composto para esse
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par de colunas, (tuning:Column_L_SUPPKEY) na primeira posigdo (tu-
ning: FirstColumn) e (tuning:Column__L_PARTKEY) na segunda posicao (tu-
ning:SecondColumn), tendo em vista que a ordem oposta ja existe em um
indice.

(1) CONSTRUCT{

(2} ?uri a tuning:Hypotheticallndesx .
(3} ‘?urituning:hasHypotheticallndexMame *hyphame .

(4)  ?urituning:hyplndexesColumn Tcoll .

(5)  ‘?urituning:hypindexesColumn Tcol2 .

(6)  ‘?urituning:originatesindSpec ?dml .

(7} ‘?urituning:FirstColumn ?coll .

(8)  ‘?urituning:SecondColumn ?col2 .

(9)  ‘?urituning:iisGeneratedBy tuning:RuleHypCompositelndex .
(10)}

(11)WHERE {

(12} ?s atuning:WhereClause .

(13} ?stuning:componentCfOMLSE Fdml .

(14)  ?Istuning:clauseReferencesColumn Teoll .

(15} 7coll tuning:hasColumnMame TnameColl .
(16)  7tab tuning:constitutedOf Tcoll .

(17} Istuning:clauseReferencesColumn Tcol2 .

(18)  7col2 tuning:hasColumnMame TnameCol2 .
(19)  %tab tuning:constituted Of Tcol2

(200 FILTER (Tcoll != ?col2) .

(21} Tcomposite a tuning:CompositeExpression |
(22)  Tcomposite tuning:hasPredicateDescription 7p .
(23) BIND (IF(CONTAINS(UCASE(?g), " OR "), ™", Tcompuosite) AS 7c) .
(24)  Tctuning:componentOfWhere 7=,

(25)  FILTER NOT EXISTS {

(26) =1 atuning:Index .

(27) =1 tuning:FirstColumn fcoll .
(28) 751 tuning:5econdColumn ol
(29)

1.
(30) BIND (CONCAT("HYP_", TnameCol1, "_", TnameCol2) AS *hypMame) .

P

(31} BIND (URI{COMCAT{"http://www.semanticweb.org/ana/ontologies/2016/4/tuning®", ThypMName]) AS Turi) .
(32)1

Figura 4.5: RuleHypCompositelndex

4.4
Inferéncias de indices Simples e Composto

Para a primeira carga de trabalho, composta pelas cinco consultas do
TPC-H, foram sugeridos 40 indices hipotéticos, sendo: nove indices simples
pela regra tuning: Rule HypSimplelndex e 31 indices compostos por duas colunas
pela regra tuning: RuleHyp CompositeIndex. Ademais, valores de bonus foram
calculados (tuning:hasHypBonus) para cada indice hipotético.

A Figura 4.6 mostra um indice hipotético denominado tu-
ning:HYP_R_NAME | inferido através da regra tuning: RuleHypSimplelndez,

identificado por seu URI (linha 1) e a descri¢ao de suas propriedades, sendo:

— na linha 2 - tuning:Coluna_ R__NAME é a primeira coluna referenciada

(tuning:FirstColumn);

— na linha 3 - 1.0 é o valor do bonus (tuning:hasHypBonus);
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— na linha 4 - HYP_R NAME é o nome do indice hipotético (tu-
ning:-hasHypotheticallndexName);

— na linha 5 - tuning:Coluna_R_NAME é a coluna indexada (tu-
ning: HypIndezesColumn);

— na linha 6 - tuning:RuleHypSimpleIndex indica a regra de tuning (tu-
ning:isGeneratedBy) que deu origem ao indice hipotético (rdf:type tu-

ning: Hypotheticallndex);
—na linha 7 - tuning:DML TPCH 5 e tuning:DML TPCH 8

sdo os nomes das consultas beneficiadas que deram origem (tu-

ning:originatesIndSpec) e sado instancias de tuning:QueryStatement,

— na linha 8 - tuning: Hypotheticallndex identifica a qual conceito o indivi-

duo (indice hipotético) pertence (rdf:type tuning:Hypotheticallndez).

(1) UEL: |http:/fwww.semantioweb.org/ana/ontologies/2016/4/uning®HYP_R_MAME
= Annotations

= Other Properties

(2) tuning:FirstColumn ~
& tuning:Column_R_MAME

(3)tuning:hasHypBonus =~

Mo

(4) tuning:hasHypotheticallndexMame =~
HYP_R_NAME

(5) tuning:hyplndexesColumn ~
& tuning:Column_R_MAME

(6) tuning:isGeneratedBy ~
# tuning:RuleHypSimplelndex

(7) tuning:originatesindSpec ~
# tuning:DML_TPCH_5
# tuning:DML_TPCH_8

(8) rdf:type ~
tuning:Hypotheticallndex

Figura 4.6: Inferéncia de RuleHypSimplelndex

A Figura 4.7 mostra um indice composto hipotético denominado
HYP L _SUPPKEY I _PARTKEY, identificado por seu URI (linha 1), in-
ferido através da regra tuning:RuleHyp CompositeIndez, sendo a descricao de

suas propriedades:

— nas linhas 2 e 3, a descricdo da primeira (tuning:FirstColumn) e

da segunda coluna (tuning:SecondColumn) utilizada na geracao do
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indice composto, ou seja, por tuning:Column_L SUPPKEY e tu-
ning:Column__L__PARTKFEY, respectivamente;

— na linha 4 - 0.2 é o valor do bonus (tuning:hasHypBonus);

— mna linha 5 - HYP L SUPPKEY L PARTKEY é o nome do indice
hipotético composto (tuning:hasHypotheticallndexName);

— nalinha 6 - tuning:Column__ I, PARTKEY e tuning:Column_ L _SUPPKEY

sao as colunas indexadas (tuning:HypIndezesColumn);

— na linha 7 - tuning: RuleHypCompositeIndex indica a regra de tuning

(tuning:isGeneratedBy) que gerou este indice hipotético;

— na linha 8 - tuning:DML__TPCH __8 (tuning:originatesIndSpec) é a con-

sulta que deu origem ao indice;

— na linha 9 - tuning: Hypotheticallndex identifica a qual conceito o indivi-

duo pertence (rdf:type tuning: Hypotheticallndex).

A ontologia inferiu apenas um indice hipotético composto para este par
de colunas (tuning:Column_L_SUPPKEY e tuning:Column_L PARTKEY),
dado que ja existe um indice composto (rdf:type tuning:Indez) para o mesmo
par de colunas em ordem inversa, conforme Figura 4.8. Nessa figura, pode-
mos observar essas colunas na ordem tuning:Column_L PARTKEY e tu-
ning:Column__L__SUPPKFEY, nas linhas 2 e 3 respectivamente, além do valor

de sua utilidade (tuning:hasindexUsefulness) na linha 5, que foi de 0.2.

(1) URL  httpe/fwww.semanticweb.org/ana/ontologies/2016/4/tuning#HYP_L_SUPPKEY_L_PARTKEY
r Annotations

r Other Properties
(2) tuning:FirstColumn ~

# tuning:Column_L_SUPPKEY
(3) tuning:SecondColumn =~

# tuning:Column_L_PARTKEY
(4) tuning:hasHypBonus ~

M.z

(5) tuning:hasHypotheticallndexName ~
HYP_L_SUPPKEY_L_PARTKEY

(B)tuning:hyplndexesColumn ~
# tuning:Column_L_PARTKEY
# tuning:Column_L_SUPPKEY

(Ntuning:isGeneratedBy ~
# tuning:RuleHypCompositelndex

(B)tuning:originatesindSpec ~
# tuning:DML_TPCH_8

(Q)rdf:type ~
tuning:Hypotheticallndex

Figura 4.7: Inferéncia de RuleHypCompositeIndex


DBD
PUC-Rio - Certificação Digital Nº 1912717/CA


PUC-Rio- CertificagaoDigital N° 1912717/CA

Capitulo 4. Estudo de Caso 42

(1) UR:  http:/fwww.semanticweb.org/ana/ontologies/2016/4/tuningZLIMEITEM_L_PARTKEY_FKEY
» Annotations

r Other Properties

(2) tuning:FirstColumn ~
# tuning:Column_L_PARTKEY

(3) tuning:SecondColumn
# tuning:Column_L_SUPPKEY

(4) tuning:haslndexName ~
LIMEITEM_L_PARTKEY_FKEY

(5) tuning:hasindexUsefulness ~
0.2

(B) rdf:itype ~
tuning:Index

Figura 4.8: Indice LINEITEM_L PARTKEY FKEY

Apos a execugdo da primeira carga de trabalho, as novas triplas inferidas
foram persistidas na OnDBTuning, e uma segunda carga de trabalho composta
pela consulta Q3 do TPC-H foi instanciada na OnDBTuning. Em seguida, as
regras foram executadas para essa nova carga de trabalho. Com isso, permitiu-
se verificar que nao ocorreram novas instancias de indices simples e compostos
na segunda carga, pois nao houve alteracdo das colunas referenciadas na
clausula WHERE em comparacao com a primeira carga. O que a nova consulta

poderia sugerir ja foi contemplado na carga de trabalho anterior acumulada.

4.5
Comparativo do Bonus e Utilidade das Cargas de Trabalho

No gréfico da Figura 4.9, um comparativo dos valores dos bonus da pri-
meira e segunda carga de trabalho é mostrado. No eixo vertical, a representa-
¢ao dos valores do bonus, no eixo horizontal, o nome dos 40 indices hipotéticos
inferidos, sendo as barras de cor vermelha, a primeira carga, ( Workloadl) e
as barras de cor azul, a segunda carga de trabalho (Workload2). Com isso,
podemos observar que o valor do bonus (tuning:hasHypBonus) para alguns in-
dices hipotéticos diminuiram, aumentaram ou mantiveram-se inalterados apods
a execugao da segunda carga de trabalho. Por exemplo, para a instancia tu-
ning: HYP L _SUPPKFEY, o valor do bonus anteriormente era 0,4 e diminuiu
para 0,3333333. Esse resultado mostrou que houve uma diminui¢do no nimero

de consultas beneficiadas por esse indice hipotético.
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Figura 4.9: Bonus dos Indices Hipotéticos
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No grafico da Figura 4.10, vemos um comparativo dos valores de
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lores de utilidade, no eixo X o nome dos indices reais, sendo as bar-
ras de cor verde, a primeira carga (Workloadl) e as barras de cor azul,

que os valores de utilidade (tuning:hasIndexUsefulness) dos indices diminui-
gunda carga de trabalho. Como exemplo, podemos observar o indice tu-

utilidade da primeira e segunda carga de trabalho.

a segunda carga de trabalho (Workload2).
ram, aumentaram ou mantiveram-se inalterados,

ning:LINEI

VO/LTLZT6T oN [enbiqoedesiuad -o14-ONd

carga de trabalho e na segunda carga, o valor diminuiu para 0,16666667, evi-
denciando que tem baixo potencial para aumentar o desempenho das consultas

da carga de trabalho.
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08

06

Workload 1
Workload 2

04

02

00

CUSTOMER_C_NATIONKEY_FKEY
CQUSTOMER_PKEY
LINEITEM_L_ORDERKEY_FKEY
LINEITEM_L_PARTKEY_FKEY
NATION_N_REGIONKEY_FKEY
NATION_PKEY
ORDERS_O_CUSTKEY FKEY
ORDERS_PKEY

REGION_PKEY

SUPPLIER_PKEY
SUPPLIER_S_NATIONKEY FKEY
P_PARTKEY

Figura 4.10: Utilidade dos Indices Reais

E fundamental mencionar que, na segunda carga de trabalho, novas
triplas foram criadas apenas para aqueles indices que tiveram alteracao do
valor de utilidade (tuning:hasIndexUsefulness) e o mesmo comportamento para
os indices hipotéticos com relagdo ao bonus (tuning:hashasHypBonus), devido
a nova consulta. No SPIN, as regras sao verificadas quando ocorrem novas

instancias.

4.6
Inferéncia de Indices Parciais

Foram instanciados 15 indices parciais apos as duas cargas de trabalho
executadas, conforme modelagem da regra na subse¢ao 3.3.2 e regra na Figura
4.11.

A Figura 4.12 demonstra o resultado de uma inferéncia de indice parcial,

sendo:

na linha 2 - tuning:Coluna_C_MKTSEGMENT é a coluna referenciada

(tuning:FirstColumn);

— na linha 3 - WHERE = 'BUILDING’ é a expressao condicional do indice

parcial (tuning:hasAConditionalExpression);

— na linha 4 - PARTIAL C MKTSEGMENT ec940310e2025d61baelc
6ef]d7b3738 é o nome do indice parcial (tuning:hasIndezName);

— na linha 5 - tuning:RuleSimplePartiallndex indica a regra de tu-
ning (tuning:isGeneratedBy) que gerou este indice parcial (rdf:type tu-

ning: Partiallndez);
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— na linha 6 - tuning:DML_TPCH 3 ¢ a consulta que deu origem ao

indice parcial (tuning:originatesIndSpec);

— na linha 7 - tuning:Partiallndex identifica a qual conceito pertence

(rdf:type tuning:Partiallndex).

CONSTRUCT {
furi a tuning:Partiallndex .
furi tuning:hasAConditionalExpression Tcompliteral .
furi tuning:hasindexMame Tnamelndex .
furi tuning:FirstColumn fc.
furi tuning:isGeneratedBy tuning:RuleSimplePartiallndex .
furi tuning:originatesindSpec 7d .

!
WHERE {
s a tuning:AtomicExpression
7l tuning:componentOfAtomicExp 7s .
Tc tuning:componentOfAtomicExp Ts .
s tuning:hasPredicateDescription Tatomic .
BIND (MD53(Tatomic) AS ?suf)
s tuning:componentOfiWhere fwhere .
fwhere tuning:componentOfDMLSt Td .
FILTER regex(?atomic, UCASE(literal])) .
7l tuning:hasLiteralDescription Tliteral .
FILTER regex(?atomic, UCASE(?columnMame)) .
Tc tuning:hasColumnMame TcelumnMame .
BIND (COMCAT("WHERE ", STRAFTER(?atomic, fcolumnMame]) AS Tcompliteral) .
BIND [COMCAT("PARTIAL_", *columnMame, "_", Tsuf) AS Tnamelndex) .
BIND (URI{COMNCAT{"http://www.semantioweb.org/ana/ontelogies/2016/4/tuning®", Tnamelndex)) AS ur) .

Figura 4.11: Regra do Indice Parcial

(1) URL:  http:/Swww semanticweb.org/ana/ontologies/20168/4/tuning#PARTIAL_C_MKTSEGMENT_ec840310e2025d61bael cbef4d7h3738
= Annotations

= Other Properties

(2) tuning:FirstColumn ~
&> tuning:Column_C_MKTSEGMENT

(3) tuning:hasAConditionalExpression =
WHERE = BUILDING'

(4) tuning:haslndexName ~
PARTIAL_C_MKTSEGMENT_ec940310e2025d61bael chbefdd7b3738

(5) tuning:isGeneratedBy ~
# tuning:RuleSimplePartiallndex

(6) tuning:originatesindSpec
# tuning:DML_TPCH_3

(Drdf:type =
tuning:Partialindex

Figura 4.12: Indice Parcial Inferido
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4.7
Inferéncia de Vis6es Materializadas

Foi inferida uma visao materializada hipotética para cada consulta
(tuning:DMLStatement) da carga de trabalho informada, conforme modelagem
da regra na subsecao 3.3.3 e regra no Apéndice B. A Figura 4.13 mostra

o resultado de uma inferéncia de visao materializada hipotética denominada

HYP_VIEW_DML_TPCH_ 3, identificado por seu URI (linha 1), sendo:

— na linha 2 - HYP VIEW DML TPCH 3 é o nome da visdo materia-

lizada (tuning:hasHypotheticalMaterialized ViewName);

—na linha 3 - a descricio da visao materializada  (tu-

ning:hasViewDescription);

— na linha 4 - tuning:RuleHyp ViewAdapted indica a regra de tuning (tu-

ning:isGeneratedBy) que gerou esta visao materializada;

— na linha 5 - tuning:DML_TPCH_ 3 (tuning:originatesViewSpec) é a

consulta que deu origem a visdo materializada;

— na linha 6 - tuning:HypotheticalMaterialized View identifica a qual con-

ceito pertence (rdf:type tuning: HypotheticalMaterialized View).

(1) uRlL http:/fwww.sermantioweb.org/ana/ontologies/2016/4/uning#HYP_VIEW_DML_TPCH_3
« Annotations

= Other Properties
(2) tuning:hasHypotheticalMaterializedViewName =~
HYP_VIEW_DML_TPCH_2
(3) tuning:hasViewDescription ~
SELECT L_ORDERKEY, SUM(L_EXTEMDEDPRICE + (1 - L_DISCOUNT]) AS REVEMUE, O_ORDERDATE,
O_SHIPPRIORITY, C_MKTSEGMEMT, L_SHIPDATE FROM CUSTOMER, ORDERS, LIMEITEM
WHERE C_CUSTKEY = O_CUSTKEY AND L_ORDERKEY = O_ORDERKEY GROUP BY L_ORDERKEY,
0_ORDERDATE, O_SHIPPRIORITY, C_METSEGMENT, L_SHIPDATE
(4) tuning:isGeneratedBy ~
L g tuning:RuleHypViewAdapted
(5) tuning:originatesViewSpec ~
# tuning:DML_TPCH_3
(6) rdfitype —
tuning:HypotheticalMaterializedView

Figura 4.13: Visao Materializada Hipotética
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4.8

Escopo do Estudo de Caso

4.9

Devido a limitagao de tempo, para o escopo deste estudo de caso:

— nao foi possivel abranger todas as decomposi¢oes SQL nessa implemen-

tagdo, sendo contemplado somente os seguintes operadores (< , >, =,

as regras utilizadas nessa pesquisa utilizaram os modelos da segao 3.3.
Esses modelos consideraram a clausula WHERE, porém novas heuristicas
e regras, considerando outras clausulas como o SELECT, podem ser

modeladas e instanciadas na OnDBTuning;

nao foi considerada a estrutura hipotética para indices parciais, mas a
inferéncia das expressoes condicionais candidatas a indices parciais, para

a carga de trabalho informada.

Conclusoes

As inferéncias obtidas nesse capitulo foram sugestoes de agoes de sintonia

fina através de uma ontologia, cabendo a tomada de decisao a um especialista

em tuning de banco de dados ou ferramenta especifica.

Esse trabalho nao se limitou a uma carga de trabalho especifica, podendo

ser instanciada na ontologia outros benchmarks e também nao foi de um

determinado SGBD, pois as regras foram modeladas e implementadas de forma

genérica SQL, podendo abranger outras cargas de trabalho.


DBD
PUC-Rio - Certificação Digital Nº 1912717/CA


PUC-Rio- CertificagaoDigital N° 1912717/CA

5
Conclusao

Neste trabalho de pesquisa foi projetada a inferéncia de sugestoes de
tuning baseada na heuristica de indices e visdes materializadas. As quatro
regras, a saber, tuning:RuleHypSimpleIndex, tuning:RuleHyp Compositelndez,
tuning: RulePartiallndex e tuning: RuleHyp ViewAdapted foram adicionadas na
ontologia OnDBTuning, e sugestoes de indice hipotéticos, indices parciais e
visoes materializadas foram inferidas com a carga de trabalho do TPC-H. Essas
sugestoes apoiam um DBA em suas agoes de sintonia fina com explica¢oes
logicas que as ferramentas de caixas pretas nao suportam. Parte deste trabalho

de pesquisa foi publicado antes da defesa desta dissertacao [36].

5.1
Contribuicdes da Pesquisa

A principal contribui¢ao dessa pesquisa é propor uma implementacao real
de uma ferramenta declarativa de sintonia fina automatica, com a utilizacao
de uma ontologia que modela conceitos e heuristicas de agoes de sintonia fina
em conjunto com uma maquina de regras.

Portanto, foi necessaria a adicao de novos conceitos e propriedades na
OnDBTuning, a identificacdo das partes que compde o comando SQL que
correspondem aos conceitos da Ontologia, a modelagem das regras de tuning,
a elaboracao e instanciacao das regras na ontologia, instanciacdo de uma
carga de trabalho composta pelos seus metadados e consultas na ontologia e
execugao das regras através de uma maquina de regras. Tudo isso foi feito para
inferir sugestoes de agoes de sintonia fina potencialmente titeis na melhoria do
desempenho de um banco de dados relacional, independentemente do SGBD.

A sugestao de indices hipotéticos e de visdes materializadas sdo exemplos
de agoes de sintonia fina. Além disso, o processo de inferéncia também permitiu
a criagao de indicadores para auxiliar na tomada da decisao de sintonia fina,
como o calculo do bonus dos indices hipotéticos e da utilidade da estrutura de

aCesso.
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5.2

Trabalhos Futuros

Por conta do tempo para a defesa dessa dissertagao, nao foi possivel

abranger as seguintes atividades:

1.

2.

novas regras com heuristicas sobre indices e visdes materializadas;

regra com a inclusao de mais colunas nos indices hipotéticos;

. regra com a verificacao da existéncia da descri¢ao de visao materializada,

a fim de evitar a sugestao duplicada de uma visdo materializada;

A extensdo da inferéncia de ag¢oes de tuning na OnDBTuning, como

trabalho futuro, poderia contemplar:

. regras com heuristicas sobre estratégias de particionamento;

. novos conceitos e propriedades relacionados a sintonia fina de banco de

dados NoSQL;

. parsing SQL abrangendo consultas aninhadas e outros operadores SQL;
. uso do Meta-Modeling Vocabulary' nas regras SPIN;

. descricdo das regras em Shapes Constraint Language (SHACL)?, sendo

uma linguagem que se tornou uma recomendagao W3C e possui termos
equivalentes com a linguagem SPIN, a fim de verificar se possui caracte-

risticas uteis e mais expressivas no processo de inferéncia de tuning;

. integracao da ontologia e uma maquina de regras com uma ferramenta

que captura automaticamente a carga de trabalho de um SGBDR e
execute as inferéncias de sugestoes de sintonia fina para uma avaliacao

completa do desempenho do banco de dados.

Yhttps://spinrdf.org/spin.html
https://www.w3.org/TR/shacl/
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A

Consultas TPC-H

As proximas segoes deste apéndice exibem as consultas do TPC-H na sua

forma original e a sua instancia e reescrita utilizada na ontologia.

Al

Consulta TPC-H Q1

Consulta Original

Consulta Instanciada

SELECT

FROM
WHERE

L_LINESTATUS,
SUM(L_QUANTITY} AS SUM_QTY,

SUM(L_EXTENDEDPRICE) AS SUM_BASE_PRICE,
SUM(L_EXTENDEDPRICE*(1-L_DISCOUNT)) AS SUM_DISC_PRICE,
SUM(L_EXTENDEDPRICE*(1-L_DISCOUNT)*{1+L_TAX)) AS SUM_CHARGE,
AVG(L_QUANTITY) AS AVG_QTY,

L_RETURNFLAG,

AVG(L_EXTENDEDPRICE) AS AVG_PRICE,

AVG(L_DISCOUNT) AS AVG_DISC,

COUNT(*) AS COUNT_ORDER

LINEITEM

L_SHIPDATE <= DATE '1898-12-01 - INTERVAL '[DELTA]' DAY (3)

GROUP BY L_RETURNFLAG, L_LINESTATUS
ORDER BY L_RETURNFLAG, L_LINESTATUS;

SELECT
L_RETURNFLAG,
L_LINESTATUS,
SUM(L_QUANTITY) AS SUM_QTY,
SUM(L_EXTENDEDPRICE) AS SUM_BASE_PRICE,
SUM(L_EXTENDEDPRICE * (1 - L_DISCOUNT)) AS SUM_DISCPRICE,
SUM(L_EXTENDEDPRICE * (1 - L_DISCOUNT) * (1 + L_TAX)) AS SUM_CHARGE,
AVG(L_QUANTITY) AS AVG_QTY,
AVG(L_EXTENDEDPRICE) AS AVG_PRICE,
AVG(L_DISCOUNT) AS AVG_DISC,
COUNT(*} AS COUNT_ORDER
FROM LINEITEM
WHERE  L_SHIPDATE <= DATE'1998-12-01"-INTERVAL'87_DAYS'
GROUP BY L_RETURNFLAG, L_LINESTATUS
ORDER BY L_RETURNELAG, L_LINESTATUS;

Figura A.1: Consulta Original e Instanciada - TPC-H Q1


DBD
PUC-Rio - Certificação Digital Nº 1912717/CA


PUC-Rio- CertificagaoDigital N° 1912717/CA

Apéndice A. Consultas TPC-H

A.2

Consulta TPC-H Q3 -1

Consulta Original

25

Consulta Instanciada

SELECT SELECT
L_ORDERKEY, L_ORDERKEY,
SUM(L_EXTENDEDPRICE*(1-L_DISCOUNT)) AS REVENUE, SUM(L_EXTENDEDPRICE + (1 - L_DISCOUNT)) AS REVENUE,
O_ORDERDATE, O_ORDERDATE,
O_SHIPPRIORITY O_SHIPPRIORITY
FROM CUSTOMER, ORDERS, LINEITEM FROM CUSTOMER, ORDERS, LINEITEM
WHERE C_MKTSEGMENT = '[SEGMENT]' WHERE C_MKTSEGMENT = 'BUILDING'
AND C_CUSTKEY = O_CUSTKEY AND C_CUSTKEY = O_CUSTKEY
AND L_ORDERKEY = O_ORDERKEY AND L_ORDERKEY = O_ORDERKEY
AND O_ORDERDATE < DATE '[DATE]" AND O_ORDERDATE < DATE "1995-03-15'
AND L_SHIPDATE > DATE '[DATE]' AND L_SHIPDATE > DATE '1995-03-15"
GROUP BY L_ORDERKEY, O_ORDERDATE, O_SHIPPRIORITY GROUP BY L_ORDERKEY, O_ORDERDATE, O_SHIPPRIORITY
ORDER BY REVENUE DESC, O_ORDERDATE; ORDER BY REVENUE DESC, O_ORDERDATE;
Figura A.2: Consulta Original e Instanciada - TPC-H Q3
A.3

Consulta TPC-H Q3 - 2

Consulta Original

Consulta Instanciada

SELECT

FROM
WHERE
AND

AND

AND

AND
GROUP BY
ORDER BY

L_ORDERKEY,
SUM(L_EXTENDEDPRICE*(1-L_DISCOUNT)) AS REVENUE,
O_ORDERDATE,

O_SHIPPRIORITY

CUSTOMER, ORDERS, LINEITEM

C_MKTSEGMENT = '[SEGMENT]'

C_CUSTKEY = O_CUSTKEY

L_ORDERKEY = O_ORDERKEY

O_ORDERDATE < DATE '[DATE]'

L_SHIPDATE > DATE '[DATE]"

L_ORDERKEY, O_ORDERDATE, O_SHIPPRIORITY
REVENUE DESC, O ORDERDATE;

SELECT

FROM
WHERE
AND
AND
AND
AND

L_ORDERKEY,

SUM(L_EXTENDEDPRICE + (1 - L_DISCOUNT}) AS REVENUE,

O_ORDERDATE,

Q_SHIPPRIORITY

CUSTOMER, ORDERS, LINEITEM
C_MEKTSEGMENT = "AUTOMOBILE’
C_CUSTKEY = O_CUSTKEY
L_ORDERKEY = O_ORDERKEY
O_ORDERDATE < DATE "1995-03-30"
L_SHIPDATE = DATE "1995-03-30

GROUP BY L_ORDERKEY, O_ORDERDATE, O_SHIPPRIORITY
ORDER BY REVENUE DESC, O ORDERDATE;

Figura A.3: Consulta Original e Instanciada - TPC-H Q3
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A.4

Consulta TPC-H Q4

Consulta Original

26

Consulta Instanciada

SELECT

FROM
WHERE
AND
AND

)

O_ORDERPRIORITY,
COUNT(*) AS ORDER_COUNT

ORDERS

O_ORDERDATE >= DATE '[DATE]'

O_ORDERDATE < DATE '[DATE]" + INTERVAL '3' MONTH
EXISTS (

SELECT *

FROM LINEITEM

WHERE L_ORDERKEY = O_ORDERKEY

AND |_COMMITDATE < |_RECEIPTDATE

GROUP BY O_ORDERPRIORITY
ORDER BY O_ORDERPRIORITY;

SELECT

FROM
WHERE
AND
AND
AND

O_ORDERPRIORITY
,COUNT(*) AS ORDER_COUNT
ORDERS, LINEITEM

©O_ORDERDATE >= DATE '1993-07-01"

O_ORDERDATE < DATE "1993-07-01" + INTERVAL 3" MONTH

L_ORDERKEY = O_ORDERKEY
L_COMMITDATE < L_RECEIPTDATE

GROUP BY O_ORDERPRIORITY
ORDER BY O_ORDERPRIORITY;

Figura A.4: Consulta Original e Instanciada / Reescrita - TPC-H Q4

A.5

Consulta TPC-H Q5

Consulta Original

Consulta Instanciada

SELECT

FROM
WHERE
AND
AND
AND
AND
AND
AND
AND
AND

N_NAME,
SUM(L_EXTENDEDPRICE * {1 - L_DISCOUNT)) AS REVENUE
CUSTOMER, ORDERS, LINEITEM, SUPPLIER, NATION, REGION
C_CUSTKEY = O_CUSTKEY

L_ORDERKEY = O_ORDERKEY

L_SUPPKEY = 5_SUPPKEY

C_NATIONKEY = §_NATIONKEY

S_NATIONKEY = N_NATIONKEY

N_REGIONKEY = R_REGIONKEY

R_NAME = '[REGION]'

O_ORDERDATE >= DATE '[DATE]'

O_ORDERDATE < DATE '[DATE]' + INTERVAL "1’ YEAR

GROUP BY N_NAME

ORDER BY

REVENUE DESC;

SELECT

FROM
WHERE
AND
AND
AND
AND
AND
AND
AND
AND

N_NAME,
SUM(L_EXTENDEDPRICE * (1 - L_DISCOUNT)) AS REVENUE

CUSTOMER, ORDERS, LINEITEM, SUPPLIER, NATION, REGION

C_CUSTKEY = O_CUSTKEY

L_ORDERKEY = O_ORDERKEY

L_SUPPKEY = S_SUPPKEY

C_NATIONKEY =5_NATIONKEY

S_NATIONKEY = N_NATIONKEY

N_REGIOMNKEY = R_REGIONKEY

R_NAME = "ASIA'

O_ORDERDATE »= DATE '1994-01-01"

O_ORDERDATE < DATE "1994-01-01" + INTERVAL "1' YEAR

GROUP BY N_NAME
ORDER BY REVENUE DESC;

Figura A.5: Consulta Original e Instanciada - TPC-H Qb5
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A.6

Consulta TPC-H Q8

Consulta Original

57

Consulta Instanciada

SELECT

FROM

) AS

O_YEAR,

SUM(CASE WHEN NATION = '[NATION]'
THEN VOLUME
ELSEQ

END) / SUM(VOLUME) AS MKT_SHARE

(SELECT
EXTRACT(YEAR FROM O_ORDERDATE) AS O_YEAR,
L_EXTENDEDPRICE * (1-L_DISCOUNT) AS VOLUME,
N2.N_NAME AS NATION

FROM PART, SUPPLIER, LINEITEM, ORDERS, CUSTOMER, NATION N1, NATION N2, REGION

WHERE P_PARTKEY = L_PARTKEY

AND S_SUPPKEY = L_SUPPKEY

AND L_ORDERKEY = O_ORDERKEY
AND O_CUSTKEY = C_CUSTKEY

AND C_NATIONKEY = N1.N_NATIONKEY
AND N1.N_REGIONKEY = R_REGIONKEY
AND R_NAME = [REGION]'

AND S_NATIONKEY = N2.N_NATIONKEY
AND O_ORDERDATE BETWEEN DATE '1995-01-01' AND DATE '1996-12-31'
AND P_TYPE = "[TYPE]'

ALL_NATIONS

GROUP BY O_YEAR
ORDERBY O _YEAR;

SELECT

FROM
WHERE
AND
AND
AND
AND
AND
AND
AND
BETWEEN
AND

SUM(CASE WHEN N_NAME = 'BRAZIL'

THEN L_EXTENDEDPRICE * (1 - L_DISCOUNT)

ELSE O

END) / SUM((L_EXTENDEDPRICE * (1 - L_DISCOUNT})) AS MKT_SHARE,
DATE_PART('YEAR', O_ORDERDATE) AS O_YEAR

PART, SUPPLIER, LINEITEM, ORDERS, CUSTOMER, NATION, REGION
P_PARTKEY = L_PARTKEY

S_SUPPKEY = L_SUPPKEY

L_ORDERKEY = O_ORDERKEY

O_CUSTKEY = C_CUSTKEY

C_NATIONKEY = N_NATIONKEY

N_REGIONKEY = R_REGIONKEY

R_NAME = "AMERICA'

O_ORDERDATE

DATE '1995-01-01' AND DATE '1996-12-31"

P_TYPE = "ECONOMY ANODIZED STEEL'

GROUP BY O_YEAR
ORDER BY O_YEAR;

Figura A.6: Consulta Original e Instanciada / Reescrita - TPC-H Q8
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B
Regra da Visao Materializada

As Figuras B.1, B.2 e B.3 na sequéncia, descrevem a regra denominada
RuleHyp ViewAdapted que foi utilizada para gerar a sugestao da visao materi-

alizada hipotética.

COMNSTRUCT {
uri a wning:HypotheticalMatenalizedView .
2uri tuning:hasHypotheticalMaterializedViewMame ThypViewMame .
uri tuning:hasViewDescription Tview .
uri tuninguoriginatesViewSpec 7s.,
uri tuningiisGeneratedBy tuning:RuleHypViewAdapted .
I
WHERE {
75 tuning:hasDMLDescription dml .
71 a tuning:FromClause .
T tuning:hasClauseDescription from .
7f tuning:componentOfOMLSE 7s .
{
SELECT (GROUP_CONCAT{DISTINCT COALESCE(?columnMame, ") SEPARATOR="_"] AS 7select) 7s
WHERE {

[

{
SELECT DISTIMNCT 7s fcolumniName

WHERE {
75l & tuning:SelectClause |
7el tuning:componentOfDMLSE 75 .
7el tuning:hasClauseDescription desSelect .
BIND (REPLACEMUJCASEspiftrimi?desselect)), "SELECT", ") AS 7sele) .
Teelec spiftsplit { 7sele "7 ).
BIND (spifitrim{7selec) AS TcolumnMame) .

Figura B.1: Regra RuleHyp ViewAdapted (parte 1)
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UMNION
{

i
SELECT DISTINCT ¥s YcolumniMame

WHERE {

?w a tuning:Wherellause .

fw tuning:componentOMLSE 75,

OPTIOMNAL {
7a 3 tuning:AtomicExpression .
7a tuningicomponentOfdfhere Jw,
7a tuning:hasPredicateDescription Tatomic.
FILTER regex(Tatomic, LKCASE{Tliteral)) .
?l tuning:hasLiteralDescription literal .
FILTER regex(Tatomic, WCASE{7columnMame]) .
ool tuning:hasColumniMame columniame .

SELECT DISTINCT 7s PcolumnMame
WHERE {
?h a tuning:HavingClause |
7h tuningicomponentOfDRLSE ¥s.
7h tuning:dauseReferencesColumn Tool
ool tuninghasColumniName YcolumnMame .

]
GROUP BY 7s
I
i
SELECT (GROUP_CONCAT(DISTINCT COALESCE(?columniame, ) SEPARATOR=", ") AS ?groug) 7s
WHERE {
i

{

SELECT DISTIMNCT s PcolumnMame

WHERE {
73l & tuning:SelectClause |
75l tuningicomponentOfDMLSE 75 .
7el tuningihasClauseDescription fdesSalect |
BIND (REPLACE(UCASE(spif:trim(Tdesselect)), "SELECT", *7) AS Tsele] .
?zglec spifsplit | Tsele "7 ).
BIND (spifitrim{7selec) AS TcolumnMame] .
7k tuning:hasColumniame TcolumniMame .

Figura B.2: Regra RuleHyp ViewAdapted (parte 2)
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Apéndice B. Regra da Visao Materializada 60

UNION

!

{
SELECT DISTIMCT 7= ?columniame

WHERE {

W a tuning:Wherellause .

Tw tuning:componentOOMLSE 75 |

OPTIONAL {
738 & tuning:AtomicExpression .
78 tuning:componentOféhere Tw .
7a tuning:hasPredicateDescription Tatomic.
FILTER regex(?atomic, UCASE(Fliteral]) .
7l tuning:hasLiteralDescrigtion Zliteral .
FILTER regex{?atomic, LCASE{7colurnnMame]) .
7ol tuning:hasColumnMame TcolumniMame |

SELECT DISTIMCT ¥s ?columniame
WHERE {
7h a tuning:HavingClause
?h tuning:componentOfDLSE s .
7h tuning:dauseReferencesColumn Fool .
ool tuningihasColumnMame ToolumniMame |

!
GROUP BY 7s
}e
OPTIOMAL {
{
SELECT (GROUP_COMCAT(DISTINCT Zatomic; SEPARATOR="AND "} AS where) 7s
WHERE {
w a tuning:whereClause .
Tw tuningcomponentOfDMLSE 75,
7a a tuning:AtomicSxpression .
Ta tuning:componentOfwhere Tw .
7a tuning:hasPredicateDescription Tatomic.
FILTER NOT EXISTS {
FILTER regex{?atomic, UCASE(?literal)} .
71 tuning:hasLiteralDescription Tliteral .
I
FILTER regex{7atomic, UCASETcolumn)) .
7c tuning:hasColumnMame Fcalumn .
GROUP BY s
}-
}-
BIND (spifilocalMame(?s) AS Tname) .
BIND (COMCAT{"HYP_VIEW_", Tname) AS ThypWiewName) .
BIND (IF/COALESCE{?where, "), CONCAT(" WHERE ", Twhere), " "] AS Tw) .
BIND (COALESCE{7select, ™) AS Tnewselect] .
BIND (COALESCE{7group, ™) AS 7gr} .
BIND (CONCAT{"SELECT ", ?newsSelect, " " 2from, " °, Tw, " ", " GROUP BY ", 7gr) AS Tview) .
BIND (URI{COMCAT( httpy/ fwwersemanticwebuorg/ana/ontologies2016/4tuning#”, hypViewhame)) AS Jur) .

Figura B.3: Regra RuleHyp ViewAdapted (parte 3)
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