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Otimizacgéo

Neste capitulo sdo descritos conceitos basicos de um problema de otimizagéo,
sua classificacdo com relacdo ao comportamento das fungbes objetivos e das
respectivas restricbes impostas. Em seguida, outros conceitos importantes como
otimizagdo multiobjetivo, dominancia e fronteira de Pareto sdo apresentados.
Finalmente, é apresentado em detalhes o método de otimiza¢cado multiobjetivo, utilizado
neste trabalho para a otimizacdo da configuracdo RCHA.

Martins (2011) define o problema de otimizacdo como o processo de busca dos
argumentos (ou variaveis de projeto) que resultam no valor extremo de uma ou mais
fungbes que representem o problema em questdo. Carbono (2005) apresenta a
otimizagdo como sendo o conjunto de procedimentos por meio dos quais se busca
minimizar ou maximizar uma determinada fun¢éo, denominada fung&o objetivo, sujeita
ou ndo a restricbes de igualdade e desigualdade, obtendo assim, um melhor
aproveitamento dos recursos disponiveis. Assim, é possivel encontrar na literatura
diversas definicdes para a otimizagdo. De maneira global, a otimizagdo é o processo
de pesquisa da melhor opcdo em termos do aproveitamento dos recursos dentro de
uma categoria de possiveis solucdes a partir das variaveis do projeto.

No contexto da engenharia offshore a otimizacdo pode ser aplicada para se
escolher a melhor configuragdo geométrica de um riser, ou seja, selecionar a
configuracdo que melhor se adequa aos objetivos desejados (por exemplo: minimizar
as tensdes na regiao de contato entre o riser e 0 solo; maximizar a for¢a de tracdo no
topo do riser; minimizar o volume de flutuadores do riser etc.) dentre as diversas
solugbes ou configuragbes possiveis do modelo estrutural. Essa escolha é
determinada pela funcionalidade que se quer otimizar, representada por uma fungéo
objetivo, assim como pelas varidveis de entrada do projeto e pelas restricdes que se
pretende impor ao problema. Dessa maneira, uma forma usual de se formular um

problema de otimizacdo é a seguinte:

Encontrar:
argmin/max fop; (x) (3.1)
tal que:
gi(x) <0Oparai=1,..,1n4 (3.2)
hj(x) =0paraj=1,..,1, (3.3

b, < x;, <ubpparak=1,..,n, (3.4)
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onde f,,; € a funcdo objetivo a ser minimizada (ou maximizada); g;(x) € a i-ésima
restricdo de desigualdade; n, € o numero de restricoes de desigualdade; h; € a j-€sima
restricdo de igualdade; n, € o nimero de restricdes de igualdade; x;, € o k-ésimo
elemento do vetor de variaveis de projeto; n,, € o nUmero de variaveis de projeto; e b,
e ub, S&o os limites inferior e superior da variavel de projeto x,, respectivamente. E
importante destacar que tanto as restricbes de igualdade quanto as de desigualdade
sdo opcionais, ou seja, podem ou nao existir em um determinado problema de
otimizacdo. A seguir, os conceitos béasicos de otimizagdo sdo abordados com mais
detalhes.

3.1

Conceitos basicos

3.11
Funcgéo objetivo

A funcdo objetivo (Eq. 3.1.) € a representagcdo matematica do critério de
eficiéncia adotado no problema de otimizacdo. E influenciada pelas variaveis de
projeto, conhecidas também como variaveis de controle do problema. Esse critério
pode ser representado por uma Unica funcao objetivo, no caso de problemas mono-
objetivos, ou por varias fungdes objetivo, no caso de problemas multiobjetivos. Em um
problema de engenharia estrutural, se o projetista quiser minimizar os esforgos
produzidos na estrutura, o problema pode ser definido como mono-objetivo, mas se,
adicionalmente, ele quiser diminuir o custo econémico da estrutura, o problema passa
a ser multiobjetivo (minimizar os esforcos e o custo da estrutura). Da mesma forma,
quando o critério de eficiéncia € influenciado por uma Unica variavel, a funcéo objetivo
é dita unidimensional; e no caso em que vérias variaveis tenham influéncia sobre o
critério, a fungcéo objetivo é denominada multidimensional. Além disso, se a fungéo tem
um unico minimo (ou maximo), ela é chamada de fung&o unimodal; e quando a funcéo

tem varios minimos (ou maximos), ela € denominada multimodal.

3.1.2
Variaveis de projeto
As variaveis de projeto (Eq. 3.4.) sdo os parametros variaveis no processo de

otimizacdo que definem as caracteristicas do modelo analisado. Em outras palavras,


DBD
PUC-Rio - Certificação Digital Nº 1121493/CA


PUC-RIo - Certificacdo Digital N° 1121493/CA

44

sdo as variaveis que se deseja determinar dentro de um intervalo prédefinido e para as
quais o problema é resolvido. De forma geral, as varidveis podem adotar qualquer
valor, mas isso poderia produzir solu¢des inviaveis no processo de otimizagdo. Por
isso, é necessaario introduzir as varidveis do projeto em um intervalo cujo limite
inferior lb, e cujo limite superior ub, delimitem a variagdo das mesmas. Igualmente
importante € definir o tipo de variavel, seja ela discreta ou continua, podendo existir
problemas onde possam ser utilizados ambos os tipos de varidveis. Uma variavel
continua € aquela que pode assumir qualquer valor dentro de um intervalo de
variagdo, enquanto que uma variavel discreta é aquela que pode assumir valores
especificos. Um exemplo de variaveis discretas pode ser o diametro externo do riser,
quando o projeto esté limitado aos valores de diametros encontrados comercialmente.

No caso da engenharia estrutural, as varidveis de projeto podem representar
dentre outras, a geometria da estrutura, as propriedades de seus materiais e as forcas

impostas.

3.1.3
Restricdes

As restricdes (Egs. 3.2 e 3.3) sdo equacdes de igualdade ou de desigualdade
gue determinam os limites de viabilidade do projeto, expressando uma condig&o
desejavel do comportamento do sistema. Geralmente, as restricdes estéo relacionadas
com a geometria, 0s esforcos admissiveis, 0s recursos disponiveis, 0S custos

envolvidos, dentre outros.

314
Espaco de busca

O espaco de busca é a regido do dominio que satisfaz as restricbes do
problema. E também conhecido como dominio viavel do problema. E delimitado pelas
restrices impostas ao sistema e pelo intervalo de variacdo das variaveis do projeto.
Podem existir “melhores solugdes” fora do espago de busca do problema, porém,

tecnicamente, elas sao inviaveis pelo fato de violarem as restrigées.

3.15
Ponto 6timo

O ponto 6timo é o vetor das variaveis de projeto que minimiza (ou maximiza) a
funcdo objetivo e satisfaz as restricdes do problema. O valor da funcdo objetivo

correspondente a essas variaveis é denominado valor 6timo. Consequentemente, 0
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par formado pelo ponto 6timo e o valor 6timo é chamado de solugdo 6tima, podendo
ser local, se for um ponto de minimo (ou méximo) em relagdo a uma vizinhanca desse
ponto, ou global, se for um valor minimo (ou maximo) em relagéo a todo o espaco de

busca do problema.

3.1.6
Programacdo matematica

E a area da matematica que estuda os problemas de otimizac&o.

3.2
Classificacao dos problemas de otimizacéo

Geralmente, os problemas de otimizagdo sdo classificados em relacdo a dois
critérios principais: quanto ao comportamento das fungfes envolvidas e quanto a
existéncia de restricoes.

3.2.1
Com relagdo ao comportamento das fungdes
De acordo com as caracteristicas da funcdo objetivo e das restricdes, os

problemas de otimizacdo podem ser classificados como:

Programacéo linear: Quando a funcéo objetivo e as restricdes sdo lineares com
relac@o as variaveis de projeto. Segundo Carbono (2005), a representacéo padréo de

um problema de programacéo linear € da seguinte forma:

Minimizar:
Xy, %0, 0, X)) = C1X1 + CoXp + v e + cpxp (3.5)
Sujeita a:
A11X1 + Q1% + v + ainxy, = by (3.6)
Ap1X1 + AppXy + v + ayx, = b, (3.7)
Am1X1 T QpaXo + e + QmnXn = by (3.8)
e

X% 20,x,20,.......,x, 20 (3.9)
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onde f é a funcdo objetivo, x; sdo as variaveis de projeto, e a;, b;,c; S80 0S
coeficientes da fung&o objetivo e das restricdes do problema.

Programacéo nao linear: Quando a fungéo objetivo é néo linear e pelo menos uma das
restricbes € uma funcdo ndo linear das variaveis do projeto. Em geral, os métodos
para solucdo de problemas de programacao nao linear sédo classificados em dois
subgrupos: deterministicos e ndo deterministicos.

Nos métodos deterministicos, também conhecidos como métodos classicos, a
busca do ponto 6timo é realizada minimizando-se a fung@o objetivo em sucessivas

direcdes, a partir da seguinte férmula de recorréncia:

Xk+1 = X + Akdk (310)
onde x;, é a posicdo corrente, x,,,; € a proxima posicdo que minimiza a funcéo
objetivo, A, € o passo de célculo (busca linear), d, é a direcdo de busca e k €é o

indice que identifica a iteracéo corrente (Figura 3.1).

X

Ay

X1

Figura 3.1 — Busca do ponto étimo baseada em métodos classicos
(Vaz, L.E. et al., 2009)

Em geral, a obtencdo das direcbes de busca envolve o célculo de derivadas
(vetores gradientes e matrizes Hessianas) ou suas respectivas aproximacgoes
numeéricas. A diferenca entre os métodos de programacdo n&o linear consiste na
estratégia adotada para a determinacéo do vetor d,, caracterizando-os como sendo de

ordem zero (exemplos: Univariante, Powell), nos quais nenhuma informacdo de
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7

derivada € utilizada na determinacdo dessas dire¢cdes; de ordem um (exemplos:
Steepest Decent, Fletcher-Reeves, BFGS), nos quais apenas as informacbes de
primeira ordem (vetores gradientes) séo utilizadas; e de ordem dois (exemplo: Newton-
Raphson), nos quais sao utilizadas tanto as informacgdes de primeira ordem (vetores
gradientes) quanto as de segunda ordem (matrizes Hessianas).

Os métodos ndo deterministicos sao aqueles que procuram “imitar” fenbmenos
ou processos encontrados na natureza e pertencem a uma area denominada de
computacdo natural. Dentre esses métodos, estdo os algoritmos genéticos, que sao
inspirados na teoria da genética e no principio Darwiniano da evolugédo das espécies.
Os algoritmos genéticos sdo muito utilizados em problemas multiobjetivos (problemas
de otimizacdo com mais de uma fungdo objetivo) e foram adotados neste trabalho
como a ferramenta basica de otimizacdo. Detalhes tedricos sobre os algoritmos
genéticos e a otimizagdo multiobjetivo serdo apresentados nas se¢des subsequentes.

Programacdo quadratica: E um caso particular da programacdo nao linear no
qual a funcao objetivo é quadratica e as restricdes sao funcdes lineares das variaveis
do projeto.

A Tabela 3.1 apresenta um resumo da classificacdo dos problemas de

otimiza¢do com relagdo ao comportamento das fun¢des envolvidas.

Tabela 3.1 — Classificagédo dos problemas de otimiza¢do quanto ao comportamento
das funcdes objetivo e das restricoes.

fonj(X) gi(x),h]-(x) Problema

Linear Lineares Programacéo linear
Quadratica Lineares Programacéo quadratica
N&o linear N&o lineares Programacé&o néo linear

3.2.2
Com relagao a existéncia de restricdes

Os problemas de otimizacdo se classificam também quanto a existéncia de
restricoes, podendo ser sem restricdes (OSR, “otimizacdo sem restricbes”) ou com
restricoes (OCR, “otimizacdo com restricdes”).

Neves (1997) apresenta uma classificacdo geral dos métodos classicos de
programacado matematica para resolver problemas de otimizacdo, conforme ilustrado

na Figura 3.2.
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Figura 3.2 — Classificacéo geral dos métodos de otimizacao (Senra, 2004)

3.3
Otimizacdo multiobjetivo

Quando um problema de otimizagdo é representado por uma Unica funcdo
objetivo ele & definido como “mono-objetivo” ou SOOP (single-objective otimization
problem). Nessa classe de problemas, os métodos de otimizacdo tentam encontrar
uma solugdo “viavel’ que represente o minimo (ou maximo) da funcédo objetivo.
Entretanto, ha casos em que se procura obter a “melhor resposta” em mais de um
aspecto do sistema e, consequentemente, atender a varios objetivos simultaneamente.
Esse tipo de problema é definido como “multiobjetivo” ou MOOP (multi-objective
otimization problem). Nesses casos, € comum que esses objetivos sejam conflitantes,
ou seja, buscar a melhor resposta do problema em relacdo a um dado objetivo pode
representar uma resposta néo tdo boa em relagéo a outros objetivos do problema.

Um exemplo de problema com objetivos conflitantes pode ser o de se buscar o
preco mais baixo de um carro levando-se em considera¢do o seu nivel de conforto
interno: quanto mais confortdvel, mais elevado serd 0 seu pre¢o; ou seja, esses
objetivos sé@o conflitantes. O ideal € que o carro seja 0 mais barato e o mais
confortavel possivel, mas isso ndo acontece na realidade. Portanto, ndo existe uma

unica solugao “6tima”, e sim um conjunto de solugdes. Tais solugdes sdo ditas “6timas”
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porque ndo existem outras, melhores do que elas, no espaco de busca, considerando-
se todos os objetivos simultaneamente.

Um outro exemplo de objetivos conflitantes é encontrado com certa frequéncia
nas implementagbes computacionais, onde se buscam algoritmos que fornecam
resultados de melhor qualidade com o menor custo computacional. A medida em que
um algoritmo procura resultados com uma melhor qualidade, normalmente, ele vai se
tornando mais lento. Dessa forma, nenhuma solu¢do de melhor qualidade e que seja
mais lenta pode ser considerada superior a outra de pior qualidade porém mais rapida.
Contudo, existem solu¢des consideradas superiores a outras, ou seja, aquelas que
séo rapidas e que fornecem resultados de qualidade. Tais solu¢des sdo conhecidas
como nao dominadas, enquanto que as solugbes que podem ser superadas por outras
séo conhecidas como dominadas.

Portanto, o grande desafio da otimizagdo multiobjetivo € encontrar um conjunto
de solu¢des ndo dominadas para que o projetista seja capaz de escolher, dentre elas,
a que melhor possa atender as necessidades do projeto.

Deb (2001) apresenta as principais diferengas entre um problema SOOP e
MOOP:

Metas diferentes: enquanto a otimizagdo mono-objetivo procura encontrar a
“solucao otima”, de preferéncia global, de um dado problema, a otimizacao
multiobjetivo apresenta duas metas principais: encontrar o conjunto de solu¢des ndo
dominadas em equilibrio de compromisso com todos os objetivos envolvidos, e manter
a diversidade entre essas solugbes, ou seja, garantir que elas estejam bem
distribuidas no espaco de solucées, favorecendo assim o aparecimento de “solu¢des
otimas” mais variadas em termos de valores de funcdes objetivos. A Figura 3.3
apresenta a distribuicdo de solucdes 6timas no espaco de solucbes: a parte (a)
apresenta solugcbes mal distribuidas (concentradas em determinadas regifes),

enquanto que a parte (b) apresenta uma boa distribuicdo das solugées.

I 1‘ fa '1‘

(@) (b)

Figura 3.3 — Distribui¢do de “solugcbes 6timas” no espacgo de solugdes (Martins, 2011)


DBD
PUC-Rio - Certificação Digital Nº 1121493/CA


PUC-RIo - Certificacdo Digital N° 1121493/CA

50

Quantidade de espacos de busca envolvidos. O espaco de busca em um
problema SOOP é delimitado pelos intervalos de suas variaveis de projeto e de suas
restricbes. Entretanto, em um problema MOOP, além do espaco das variaveis surge
um novo espacgo de busca associado as funcbes objetivo e conhecido como espaco
objetivo. Dessa maneira, é possivel mapear as varidveis de projeto com o seu
correspondente espacgo objetivo. Este processo pode ndo ser univoco, ou seja,
diferentes vetores de decisdo podem resultar em uma mesma resposta ou solugéo no
espaco objetivo. A Figura 3.4 ilustra essa relacdo de mapeamento entre duas variaveis
de projeto e o espaco objetivo delimitado por trés objetivos.

L J
L J

Xl fl

Espaco das variaveis do projeto Espaco das fun¢des objetivo

Figura 3.4 — Mapeamento das variaveis de projeto no espacgo objetivo (Martins, 2011)

Por outro lado, o problema de otimizacdo multiobjetivo pode ser abordado de
duas formas:

i. Definindo pesos ou prioridades aos objetivos de interesse, segundo
informacgdes fornecidas a priori, transformando o problema multiobjetivo em um
problema mono-objetivo equivalente e, dessa maneira, poder aplicar métodos
classicos de otimizagdo ou algum outro método especifico para problemas com um
anico objetivo.

ii. Sem informacdes adicionais que permitam definir pesos, a segunda
abordagem consiste em se encontrar as solu¢cdes de Pareto para que, dentre elas, 0
projetista possa escolher a “melhor”, de acordo com os seus critérios, utilizando
métodos ndo deterministicos.

O grande desafio da primeira abordagem é a definicdo dos pesos para cada
objetivo, devido ao fato de que uma escolha errada desses pesos pode conduzir a

“solugdes 6timas” de baixa qualidade. Portanto, na falta de informacgdes qualitativas e
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gquantitativas dos problemas multiobjetivos, que permitam uma definicdo apropriada
dos respectivos pesos, e considerando-se que 0s métodos classicos nao foram
projetados para trabalhar com multiplos objetivos, a segunda abordagem (que adota

métodos ndo deterministicos) torna-se mais adequada, além de mais
interessante, para o desenvolvimento dos problemas multiobjetivos. Esta foi a

abordagem adotada neste trabalho.

3.3.1
Definicdo de um problema multiobjetivo

Segundo Castro (2001), um problema multiobjetivo pode ser descrito por um
vetor y de n fungbes objetivo f; que dependem de um vetor x de m variaveis de
projeto. Dessa maneira, uma vez que um problema MOOP busca satisfazer

simultaneamente essas fun¢des objetivo, a Equacgédo 3.1. pode ser reescrita como:

acharargmin y = fo5; (x) = [f1(x), f2(X), ..., fn ()] (3.11)
sujeito a
X = (X1, %X e eeae, X)) EX (3.12)
y=00nY2 s Ym) EY (3.13)
onde:

y : vetor objetivo;
fi : funcBes objetivos;
Y : espaco objetivo;
x : vetor de decisao;
x; : variaveis de decisao;

X : espago das variaveis de decisao;

Em outras palavras, o problema de otimizacdo consiste em se encontrar um
vetor x = (x1,%y, ... ....., X;p), das variaveis de projeto, que minimiza (otimiza) a funcéo
vetorial f(x) = [f1(x), f2(%), ..., fu(X)] .

Caso o problema apresente restricbes, o vetor das variaveis de projeto também

deve satisfazé-las, ou seja:
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gi(x) =0 i=12 ., m (3.14)
h;j(x) =0 =12 e, (3.15)

onde m e p representam, respectivamente, o nimero de restricdes de desigualdade

e igualdade.

O conjunto de solucdes desse problema consiste em todos os vetores de
decisdo que ndo podem melhorar algum objetivo sem degradar pelo menos um dos

demais. Esse conjunto de solucdes é conhecido como “Otimo de Pareto’.

3.3.2
Definigdes de Pareto
Sem perda de generalidade, sédo apresentadas, a seguir, as definicdes formais

de Pareto para um problema de minimizacéo:

Dominancia de Pareto
Dados dois pontos U =(u,,U,,....,u,)e V=(v,Vv,,...,V,), diz-se que U

domina V se:

Viel2...n}: fi(U) < fiv) e 3 jefl2,..n}: f;U) < £;(V) (3.16)

fa 4

me

Figura 3.5 -Exemplo do conceito de dominancia no espaco objetivo (Martins, 2011)
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Baseando-se na definagdo de dominancia, € possivel concluir que os pontos do
quadrante Il, E e F, sdo dominados pelo ponto C, assim como os pontos do quadrante
lll, A e B, dominam C. Por outro lado, os pontos do quadrante | e IV, D e G,
respectivamente, e o ponto C séo indiferentes entre eles. A Tabela 3.2 apresenta um

resumo da dominéncia em relacéo ao ponto C.

Tabela 3.2 — Relacdo de dominéncia entre pontos no espaco objetivo.

[I. Dominados por C [Il. Dominam C I e IV. Indiferente a C
f1(0) < f1(E) f1(4) < £1(0)
f(0) < fi(F) fiB) < fi(€) | (D) < fi(C) mas f,(D) > f,(C)
f2(C) < fo(E) f2(A) < £2(0) | f1(G) > f1(C) mas f(G) < f2(C)
f(O) < f(F) f2(B) < f2(0)

Solucdo ndo dominada ou Otimo de Pareto
O ponto U é uma solucdo ndo dominada ou um Otimo de Pareto, se ndo existe

outro ponto V , tal que:

V = f(x)=(v,,V,,..,V,) domine U = f(x")=(u,,u,,...,U,) (3.17))

onde V e U pertencem ao espaco S, que representa o espaco de busca das

solugdes.

Dessa maneira, estabelece-se que uma solucdo U é um Otimo de Pareto
quando ndo existe outra solugdo V que melhore algum objetivo sem degradar pelo

menos um dos demais.

Fronteira de Pareto

De acordo com Deb (2001), existe uma pequena diferenca entre um conjunto de
solugdes ndo dominadas e o conjunto de solu¢cdes de Pareto denominada “Fronteira
de Pareto”. As solugdes ndo dominadas sado definidas em apenas uma amostra do
espaco S, enquanto que a Fronteira de Pareto sdo aquelas solu¢cdes ndo dominadas
definidas na totalidade P*, do espaco de busca das solugdes. Assim, a Fronteira de

Pareto pode ser definida como:
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FP* ={U = fop;(x")|x* € P} (3.18)

3.3.3
Exemplo ilustrativo da Fronteira de Pareto

Com a finalidade de ilustrar o conceito de Fronteira de Pareto, o problema de
otimizacdo multiobjetivo, proposto a seguir e testado por Schaffer (1984), é definido

como:
Minimizar a funcdo f que é composta por duas funcées objetivo g eh

(conforme ilustrado na Figura 3.6):

f(g(x),h(x)), sendo: g(x)=x? e h(x)=(x—2)?

afx)
) —hix)

Figura 3.6 — Funcdes ge h de um problema multiobjetivo (Schaffer, 1984)

De acordo com Figura 3.6, ambas as fun¢des diminuem no intervalo (—o,0]e

crescem em [2,00). Torna-se relativamente facil identificar que, no intervalo [0,2]

devem estar compreendidas as solu¢des 6timas de Pareto. No entanto, observa-se

também que, nesse intervalo, quando a fun¢@o h diminui, a funcdo g cresce. Portanto,

para identificar o conjunto de solugdes 6timas de Pareto, recorre-se usualmente a um

grafico paramétrico das funcgdes (Figura 3.7).
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= == Solugdes Dominadas 1
—&— Fronteira de Pareto
= # = Solugbes Dominadas 2

y

h
[ R N - =]
P Ly
-

Figura 3.7 — Identificacdo de uma Fronteira de Pareto (Schaffer, 1984)

O grafico paramétrico da Figura 3.7 mostra a Fronteira de Pareto, ou o conjunto
de solucdes o6timas de Pareto. Os pontos vermelhos correspondem as solugcfes néo
dominadas devido ao fato de que ndo existem outros pontos que melhorem um

objetivo sem degradar o outro.

3.4
Algoritmos genéticos

Nesta secdo sdo apresentados conceitos relacionados com algoritmos
genéticos, tais como a estrutura de um algoritmo genético (AG); os principais
operadores genéticos e os parametros de controle levados em consideracdo no
processo de evolucdo do algoritmo. E realizada ainda, uma analogia da terminologia
do método de algoritmos genéticos com a teoria da genética para um melhor
entendimento do tema. Finalmente, € abordado o método de otimizagcdo NSGA-II
(Elitist Non-Dominated Sorting Genetic Algorithm) (Deb, K. et al., 2002), disponivel no
programa comercial modeFRONTIER (Mode Frontier, 2011) e adotado neste trabalho
durante o processo de otimizacdo da configuracéo do riser RCHA, conforme explicado

nas subsecdes e capitulos subsequentes.

3.4.1
Generalidades

Os algoritmos genéticos foram propostos inicialmente por John Holland, na
Universidade de Michigan (Goldberg, 1989). A finalidade de sua pesquisa foi a de
explicar rigorosamente 0 processo adaptativo dos sistemas naturais e o

desenvolvimento de sistemas artificiais que conservam 0S mecanismos importantes


DBD
PUC-Rio - Certificação Digital Nº 1121493/CA


PUC-RIo - Certificacdo Digital N° 1121493/CA

56

dos sistemas naturais. Muitos artigos e teses tém estabelecido a validade da técnica
para a otimizacdo de fungBes. Embora sejam computacionalmente simples, os
algoritmos genéticos sdo capazes de encontrar a solucdo 6tima de problemas
complexos para 0s quais 0s algoritmos classicos apresentam limitacdes. Eles nédo
estdo limitados por restricbes relacionadas com seu espaco de busca, tais como
continuidade ou existéncia de derivadas.

Goldberg (1989) descreve a natureza dos algoritmos genéticos de selecdo por
meio da combinacdo de uma sobrevivéncia Darwiniana do mais forte com um
processo estruturado, porém aleatorio, em que as informagfes sdo combinadas para
formar um procedimento de busca canbnica que é capaz de lidar com um amplo
espectro de problemas. Os algoritmos genéticos sdo procedimentos de busca
baseados nos mecanismos da genética natural e da sele¢éo natural. Eles combinam o

conceito da sobrevivéncia artificial dos mais aptos com operadores genéticos

abstraidos da natureza para formar um mecanismo de busca robusto.

3.4.2
Aplicac6es dos algoritmos genéticos

Os algoritmos genéticos tém sido mais comumente utilizados para solucionar
problemas de otimizacdo. Contudo, como nem todos os problemas podem ser
resolvidos por essa técnica, € recomendavel considerar as seguintes caracteristicas
do problema antes de utiliza-la (Arranz de la Pefia e Truyol, 2007):

¢ O espaco de busca deve estar delimitado dentro de um determinado intervalo;

e Deve ser possivel definir uma fung¢édo de fitness ou ranking que indique quao
boa ou ruim é uma determinada resposta;

¢ As solucbes deverdo ser codificadas de uma maneira que seja relativamente

simples de serem implementadas no computador.

Como exemplos de diferentes areas de aplicacdo dos algoritmos genéticos é
possivel citar:

o Desenvolvimento de novos materiais que satisfagam multiplos objetivos;

o Otimizag&o do carregamento de contéineres;

o Atribuicdo de processos em topologias de rede com processamento
distribuido;

o Posicéo de arquivos em sistemas de armazenamento distribuido;

o Projeto de circuitos integrados;
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o Otimizacéo da infraestrutura de telefonia celular;
o Engenharia aeroespacial,
o Jogos;

o Robética.

3.4.3
Diferenca entre algoritmos genéticos e classicos de otimizacédo

Os algoritmos genéticos diferem dos classicos em muitos fatores, dentre os
quais podem se descatar (Rajeev e Krishnamoorthy, 1992):

¢ Os algoritmos genéticos ndo exigem conhecimento do problema especifico
para realizar uma pesquisa. Por exemplo, muitos dos métodos classicos de otimizagao
precisam de informacdes de derivadas para realizar uma busca, enquanto que 0s
algoritmos genéticos séo indiferentes a essa informagéo do problema;

¢ Os algoritmos genéticos trabalham com varidveis de projeto codificadas, que
sdo cadeias de comprimento finito. Essas cadeias representam cromossomos
artificiais. Cada caracter na cadeia € um gene artificial. Os algoritmos genéticos
processam sucessivas populacdes desses cromossomos artificiais em sucessivas
geracoes;

¢ Os algoritmos genéticos usam simultaneamente uma populagédo de pontos em
contraste com a abordagem de um Unico ponto pelos métodos classicos de
otimizacao. Isso significa que, em um determinado momento, os algoritmos genéticos
podem processar uma série de projetos;

¢ Os algoritmos genéticos usam operadores aleatérios ao invés dos operadores
deterministicos usuais. Os operadores aleatérios melhoram o processo de busca de
uma forma de adaptacéo.

Essas quatro propriedades sdo de grande importdncia na aplicacdo de
algoritmos genéticos. Como mencionado anteriormente, eles se baseiam em
operadores genéticos, 0s quais sdo responsaveis pelas mais diferentes operacgoes,
tais como: reprodugdo, cruzamento, mutacdo, elitismo, dominancia, inversao,
duplicacdo intracromoss6mica, eliminagdo, translocacdo, separacdo, especiacao,
migracdo e compartilhamento (Rajeev e Krishnamoorthy, 1992). Dependendo da
natureza do problema e das exigéncias de desempenho, as solu¢des fornecidas por
meio de algoritmos genéticos podem ser melhoradas combinando-se e aplicando-se
alguns desses operadores. A seguir, alguns dos principais operadores sédo explicados

em mais detalhes.
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3.4.4
Analogia do método de algoritmos genéticos com a teoria da genética

Como os algoritmos genéticos sao procedimentos de busca baseados nos
mecanismos da genética natural e da selecdo natural, é necessario fazer uma
analogia entre as terminologias usadas na biologia e no método dos algoritmos
genéticos aplicados ao problema de otimizac&o:

e Cromossomo: E uma cadeia de caracteres que armazenam e representam

informacéo relativa as variaveis do problema. Por exemplo, a representacado binaria de
um cromossomo caracterizado pela definicdo de trés variaveis de projeto (%0, %, Xs),

cujos valores sdo % = 2 K = 5, X3 = 3, é dada por:
{x., %, X} ={2,5,3} ={1001,0011,0111}

eGene: E a unidade basica do cromossomo. Cada cromossomo tem um
determinado numero de genes que descrevem uma certa variavel do problema,;

¢ Alelos: Representam os valores atribuidos aos genes;

¢ Fenotipo: Corresponde a decodificagdo de um cromossomo;

¢ Populacado: Conjunto de cromossomos ou solucgdes;

e Geracdo: E um nimero da iteracdo (passo) que o algoritmo genético executa;

e OperacgOes genéticas: Correspondem as operacdes que o algoritmo genético
realiza sobre os cromossomos (cruzamento, mutagéo, elitismo etc.);

e Aptiddo ou funcdo de fitness: Representa uma medida da capacidade de
sobrevivéncia de um cromossomo no processo de evolugdo e, consequentemente, a
probabilidade de se reproduzir. Em um problema de minimizacdo, o individuo que
tenha o menor valor da funcdo objetivo tera maior aptiddo. Isso significa que essa
solucdo é melhor do que outra que tenha menor aptiddo. A aptiddo pode ser calculada

de diversas maneiras, mas sempre em fungéo do valor da fung&o objetivo.

A Figura 3.8 ilustra o esquema da analogia descrita acima.
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Populagdo Cromossomo funcdo Aptid3o
Decodificacao flx)= KE
|F|T|T|F|T|F|_"*|(':":'|1|1||:"|1|IIII' — 5] —»

5 Fithess

[1]oJo]o]o]1] Alelo

]
3]

[1]2]1]a]1]4]

[ofof1[1]1]o]

Figura 3.8 — Analogia entre o os algoritmos genéticos e a teoria da genética

3.4.5
Esquema basico de um algoritmo genético simples

Na natureza, os processos de evolugao biologica séo realizados de forma natural
e automatica, como por exemplo, a evolucdo dos seres vivos (nhascimento,

crescimento, reproducdo e morte) mas, para se aplicar o algoritmo genético ao campo

da resolugéo de problemas, deve-se seguir uma série de passos que podem variar de
acordo com o problema em questdo. Uma premissa basica é definir um tamanho da
populacdo que seja suficientemente grande para garantir a diversidade de solugdes.
Recomenda-se que a populacdo seja gerada de maneira aleatéria para se obter essa
diversidade. Os passos basicos de um algoritmo genético simples séo:

e Avaliar a pontuacdo de cada um dos cromossomos gerados na populacdo
atual,

e Permitir a reproducdo dos cromossomos, sendo 0s mais aptos 0s que tém
maior probabilidade de se reproduzir aplicando-se os operadores genéticos;

e Selecionar os individuos que vao sobreviver na geracao seguinte;

¢ Organizar a nova populagéo.

Esses passos sao repetidos até que se possa atingir uma determinada condicao
de convergéncia, que obedeca a alguns critérios, tais como:

¢ N&o exceder o numero maximo de iteragcdes ou nimero maximo de populacdes
(geracoes);

e Quando ndo houver mais mudancas nos valores da populacdo atual em
relacdo aos da populacdo anterior. Por exemplo, o critério de convergéncia pode ser

uma similaridade percentual (entre 80% e 85%) do valor da funcdo objetivo de um
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individuo da populagédo atual e o valor da funcdo objetivo do mesmo individuo na
populacdo anterior;

¢ Quando o valor da média do fitness for muito semelhante ao valor da funcéo
objetivo de algum individuo da populagéo.

A seguir, a Figura 3.9 apresenta a estrutura de um algoritmo genético simples:

INiclO

CODIFICAGCAO VARIAVEIS DO PROJETO

AVALIACAO DE INDIVIDUOS NA POPULACAO (GERACAO)

(CROSSOVER E/OU MUTACAO)

l FiM

CONVERGENCIA
(CRITERIO DE PARADA)

Figura 3.9 — Esquema basico (fluxograma) de um algoritmo genético simples
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E importante notar que a estrutura de um algoritmo genético pode ser
caracterizada de acordo com 0s seguintes componentes:

¢ Problema a ser otimizado;

¢ Forma de inicializacdo de uma populacéo;

e Tipo de sele¢do dos individuos;

¢ Codificacao e decodificacdo do problema;

¢ Tipo de operadores genéticos aplicados;

¢ Representacdo das solu¢es do problema.

Dessa maneira, no desenvolvimento dos algoritmos genéticos, novas estratégias
foram desenvolvidas, diferenciando-se uns algoritmos de outros, dependendo do tipo
de problema de otimizacdo. Dentre os algoritmos genéticos mais conhecidos na
literatura, destacam-se: VEGA (vector evaluated genetic algorithm) (Schaffer, 1984);
MOGA (multi-objective genetic algorithm) (Fonseca e Fleming, 1993); NPGA (niched
Pareto genetic algorithm) (Horn e Nafpliotis, 1993); NSGA (non-dominated sorting
genetic algorithm) (Srinivas e Deb, 1994); e NSGA-II (elitist non-dominated sorting
genetic algorithm) (Deb, K. et al., 2002).

A seguir, s&o mencionados alguns aspectos importantes que devem ser levados

em consideracdo no processo de otimizagdo por meio de algoritmos genéticos.

3.4.6
Parametros de controle dos algoritmos genéticos

O desempenho dos algoritmos genéticos pode ser bastante influenciado pelos
parametros que os caracterizam. A escolha desses parametros geralmente é feita com
base na experiéncia do projetista. Os principais parametros a serem considerados,

sao:

Tamanho da populagéo

Indica o numero de cromossomos que representa a populacdo de uma
determinada geracdo. Se esse parametro for insuficiente, o algoritmo genético tem
poucas possibilidades de realizar reproducdes e, portanto, as solucBes encontradas
podem ser de baixa qualidade. Por outro lado, se a populacdo for excessiva, 0
algoritmo genético sera demasiadamente lento. Algumas pesquisas mostram que ha
um limite para o tamanho da populacdo, acima do qual os algoritmos se tornam

ineficientes.
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Probabilidade de cruzamento

Indica a frequéncia com que se produzem cruzamentos entre 0S CromossSomos
pais, ou seja, a probabilidade de reproducgéo entre eles. Se ndo houver probabilidade
de reproducéo, os filhos serdo copias exatas dos pais. Caso contrario, os filhos terdo
partes dos cromossomos dos pais. Se a probabilidade de cruzamento é de 100%, os
filhos sdo gerados totalmente por cruzamento e néo por partes.

Probabilidade de mutagao:

Indica a frequéncia com que o0s genes de um cromossomo séo alterados. Se néo
ocorrer mutagdo, os descendentes serdo 0s mesmos gerados apos a reproducao.
Caso contrério, parte do cromossomo descendente é modificada e, se a probabilidade

de mutacéo é de 100%, o cromossomo é totalmente modificado.

3.4.7
Codificacao de variaveis

Os cromossomos devem conter informagbes sobre as solugdes que
representam. Tais informagfes sé@o codificadas de diferentes maneiras, como por
exemplo usando nuimeros binarios, nimeros inteiros ou cadeia de palavras. A forma
mais adotada pelos algoritmos genéticos é aquela que utiliza cadeias de numeros
binéarios (1 ou 0).

A escolha da codificacdo depende do problema a ser resolvido e, portanto,

merece uma atencdo especial no processo de otimizagao via algoritmos genéticos.

3.4.8
Selecéo

A selecdo é um processo que permite preservar os individuos mais qualificados,
de acordo com a teoria de Darwin, para que possam sobreviver e criar uma nova
populacdo mais dotada. Cada cromossomo é avaliado e, em fungdo da pontuacao
obtida, deve-se criar uma nova populagéo, considerando-se as boas caracteristicas
que os melhores individuos transmitirdo & nova geracdo. Os tipos de sele¢cdo mais

conhecidos séo: selecdo por roleta, por classificacéo, elistista e hierarquica.
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3.4.9
Operadores genéticos

Durante o processo de otimizacdo s&o utilizados operadores genéticos que
determinam diretrizes de busca da solugcdo O6tima. Assim, sdo geradas novas
geracdes, geneticamente melhoradas, com uma melhor aptiddo ou fitness. Tais
operadores sdo usados em cada geragdo até que a convergéncia do problema seja
atingida. Dentre os principais operadores, destacam-se:

3.4.9.1
Cruzamento

Depois de realizada a sele¢cdo dos cromossomos, € feita a reprodugcédo ou o
cruzamento entre dois desses cromossomos. Especificamente, o cruzamento consiste
na troca de material genético entre os cromossomos. Portanto, o objetivo principal do
cruzamento é fazer com que o descendente obtenha uma melhor aptiddo ou fitness
em relagdo aos seus pais.

Existem diferentes maneiras de se realizar o cruzamento, como por exemplo:
(a) o cruzamento de um Unico ponto: onde as informacdes genéticas dos pais sao
cortadas em um Unico ponto e copiadas do inicio até este ponto de um dos pais e
deste ponto até o final as informac¢Bes s@o copiadas do outro pai, tal como mostrado
na Figura 3.10; (b) cruzamento multipontos: este tipo de cruzamento é semelhante ao

anterior, porém com a diferenca de que 0s cromossomos pais sao cortados em dois ou

mais pontos. As informagbes dos pais sdo copiadas de forma alternada nesses
intervalos criados, conforme ilustrado na Figura 3.11; (c) cruzamento uniforme: nesse
caso, os genes de cada descendente sdo obtidos de qualquer um dos pais de forma
aleatoria, por meio da geracédo de um numero randémico. Se esse nUmero superar um
determinado limite, um dos pais € escolhido para ter a informagdo genética copiada.
Caso contrario, o outro pai sera escolhido. A Figura 3.12 ilustra este tipo de

cruzamento.
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Cromossomos Pais Ponto de cruzamento Cromossomos descendentes
[I:SI:DlI'IIEII}HlEEtI}FIEITIEI'ItE.I

lol1]1]1]1]0] lofo]a]a]a]o

[1]o]ofofo]1] HE

Figura 3.10 — Exemplo de cruzamento de um Unico ponto

Cromossomos Pais Pontos de cruzamento Cromossomos descendentes
[Escolhidos aleatoriamente)
\/ W
lofafafafafe]  [efafsfa]a]o] lof1]ofo]1]0]
—> —_—
[2]ofofofofa]  [s]ofofofo]1] [2fofa]s]of1]

Figura 3.11 — Exemplo de cruzamento de dois pontos

Cromossomos Pais Cromossomos descendentes

ofa]afafa]o]

LoJolafo]o]o]

[ifaofafa]a]

[1]olofofo]1]

Figura 3.12 — Exemplo de cruzamento uniforme

3.4.9.2
Mutacéo
Este operador € responsavel pela manutencdo da diversidade genética,

possibilitando uma maior varredura do espaco de busca e evitando que o algoritmo
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genético convirja prematuramente para minimos locais. Trata-se de uma alteragdo no
valor de algum alelo (que s&o as formas alternativas de um mesmo gene) de uma
cadeia sorteada com uma determinada probabilidade, conhecida como probabilidade
de mutacao. A Figura 3.13. apresenta um exemplo esqueméatico do operador mutacao
para uma cadeia em codificacéo binéria:

c,={011010} c,={011000}

Figura 3.13 — Exemplo de muta¢do de um cromossomo:
C, = antes da mutagdo; ¢, = depois da mutagéo

3.4.9.3
Elitismo

A finalidade do elitismo é preservar as melhores solu¢gfes da populacdo atual e
incorpora-las, sem modificacbes, a populacdo posterior. Assim, evita-se que as
solu¢cdes de bom desempenho da populacdo atual sejam perdidas no processo de

evolucéo.

3.4.10
Vantagens e desvantagens dos algoritmos genéticos na otimizacao

Segundo Arranz de la Pefia e Truyol (2007), as principais vantagens dos
algoritmos genéticos sao:
(i) operam de forma simultdnea com vérias solu¢des, enquanto que as técnicas
tradicionais exploram o espaco de solu¢des na busca de uma Unica solugdo em cada
passo; (ii) sdo capazes de “fugir” dos chamados minimos locais na busca de uma

melhor solugdo, enquanto que os métodos classicos normalmente ficam “presos”

nesses pontos sub-6timos; (iii) possuem a capacidade de manipular varios parametros
simultaneamente, 0 que os tornam interessantes quando se trabalha com problemas
com varios objetivos; (iv) ndo necessitam de conhecimentos especificos sobre o
problema que esta sendo estudado: eles podem realizar alteracGes aleatorias em suas

solugdes candidatas utilizando a funcéo fitness para determinar se essas alteracdes
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produzem uma melhoria na solucdo; (v) usam operadores probabilisticos, em

contrapartida aos tipicos operadores deterministicos de outras técnicas.

As principais desvantagens dos algoritmos genéticos, séo:
(i) elevado custo computacional para obtengcdo da convergéncia numérica, podendo
ndo convergir em muitos casos, a depender dos parametros escolhidos (como:
tamanho da populacdo, nimero de geracfes, probabilidades de cruzamento e de
mutacgdo, dentre outros); (ii) podem convergir prematuramente devido a uma série de
fatores, como por exemplo: se um individuo que é mais apto do que a maioria de seus
competidores emerge rapidamente no curso da execucgdo, ele pode se reproduzir
abundantemente diminuindo assim a diversidade da populagéo e fazendo com que o
algoritmo convirja para solugdes sub-6timas (de baixa qualidade) e impedindo que o
algoritmo possa encontrar a solugdo global do problema. Este € um problema comum

guando as populacdes sdo pequenas.

3.4.11
Escolha do algoritmo genético NSGA- Il no presente trabalho

Com base em aplicacbes bem-sucedidas de problemas multiobjetivos
encontradas na literatura técnica (Andrade. et al., 2010; Martins, 2011; Oliveira, 2008),
o0 algoritmo genético NSGA |l (Deb, K. et al., 2002) foi escolhido neste trabalho para o
processo de otimizacdo de configuracbes RCHA. E importante salientar que, embora
existam diferentes algoritmos genéticos conhecidos na literatura, o NGSA I
implementa uma metodologia em que se aplicam simultaneamente conceitos sobre
dominancia e diversidade (ver se¢édo 3.3 sobre otimizagdo multiobjetivo), o que faz
deste algoritmo uma ferramenta bastante poderosa e eficiente na otimizacdo de
problemas multiobjetivos.

O NSGA-II é uma variacao do algoritmo NSGA, que busca aumentar a eficiéncia
por meio da incorporacdo do conceito de elitismo, proposto por Deb, K. et al. (2002).

Mais detalhes sobre esses algoritmos s&o apresentados na se¢ao seguinte.

3.4.11.1
NSGA (non-dominated sorting genetic algorithm)

Esse método foi proposto por Srinivas e Deb (1994) e aplica simultaneamente
critérios de dominancia na avaliacdo e classificacdo de solugdes, assim como o
conceito de diversidade da populacdo. A estratégia utilizada no NSGA para a selegédo

dos individuos é baseada em um ordenamento para privilegiar as solu¢des correntes
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ndo dominadas. Assim, antes de realizar a selecdo, os individuos sao classificados
com base na avaliacdo de seu desempenho em termos da funcdo objetivo. Os
individuos séo ordenados considerando-se o nivel de ndo dominancia entre eles,
formando fronteiras (Figura 3.14). Dessa maneira, as solu¢des ndo dominadas da
populagédo corrente recebem valores elevados de fithess, sendo os mesmos valores
para todos os individuos ndo dominados, ou seja, assegurando-se o mesmo potencial

reprodutivo.

f

® FROMNTEIRA 1

fs

Figura 3.14 — Representacao da classificagéo dos individuos no NSGA (Martins, 2011)

Com esta metodologia, os individuos da primeira fronteira terdo maiores valores
de fitness e, assim, maior possibilidade de reproducdo, o que prioriza a busca de
individuos ndo dominados.

Para garantir a diversidade da populagéo, o conceito de nichos (Mahfoud, 1995)
foi introduzido. Os nichos sdo grupos de individuos com carateristicas comuns
localizados em uma vizinhanca préxima e com valores similares de fitness. A
estratégia consiste em atribuir a cada individuo pertencente ao mesmo nicho um valor
denominado fithess compartilhado. Dessa maneira, as solugbes de um nicho menos
ocupado terdo um fitness compartilhado mais alto, permitindo que as solugbes menos
representadas tenham um lugar de privilégio na sua classificacdo e, assim, possam
ser selecionadas com maior probabilidade. Na realidade, esse valor denominado
fithess compartilhado é o resultado de um ajuste do valor de fitness calculado

inicialmente.

3.4.11.2
NSGA-II (elitist non-dominated sorting genetic algorithm)
Para realizar a classificacdo dos individuos de uma determinada populagéo,

utiliza-se o conceito de solu¢des dominadas e ndo dominadas.
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Outro conceito importante € a comparagdo da aglomeracgdo (crowding) que uma
técnica utiliza para garantir a diversidade das solugfes e evitar a existéncia de nichos
localizados. O crowding € um operador de comparacdo de aglomeracdo que da
prioridade aos individuos menos aglomerados. Os algoritmos genéticos buscam
encontrar a maior quantidade de solugBes pertencentes a fronteira de Pareto, porém,
com este operador, o algoritmo prioriza solu¢gdes menos aglomeradas, garantindo a
diversidade da populacéo. Dessa forma, as solugfes que tiverem uma distancia menor

de aglomeracgéao seréo eliminadas.

A seguir, apresenta-se um sumario do método NGSA II:

1. Geragédo da populacéo inicial de tamanho n;

2. Identificag&o das frentes de dominancia e as distancias de aglomeracao;

3. Aplicacdo dos operadores genéticos de cruzamento e mutacao para a geragao
da populacdo de descendentes de tamanho n;

4. A populacao inicial (pais) e a populacéo de descendentes (filhos) s&o reunidas
em um mesmo conjunto de tamanho 2n;

5. Os individuos desse conjunto sdo classificados de acordo com as frentes de
dominancia, selecionando-se aqueles que tém maior grau de dominancia;

6. A nova populacdo é criada. Caso os individuos selecionados superem o
tamanho n da populagdo, s&o eliminados aqueles que tenham a menor distancia de
aglomeracao;

7. O critério de convergéncia € avaliado. Caso seja atingido, o processo é
finalizado; caso contrario, deve-se retornar ao passo um e continuar até que o critério
de convergéncia seja atingido.

A seguir, a Figura 3.15, apresenta, esquematicamente, o procedimento acima

descrito:

1. Populacdo Inicial (n) 6. Nova Populacdo (n)
P

E—
3.Cruzamento & 4 Reunir (2n) &.Classificacio ——= 7. Critério de
mutacgac, —_— convergencia
%
—_—
PAIS FILHOS u

2. Frentes de domindncia e Individuos
distancias de aglomeracao gliminados

Figura 3.15 — Esquema do NGSA Il (Martins, 2011)
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